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Chapitre

Introduction

Il existe dans le monde réel un nombre important de réseaux qui apparaissent naturel-
lement, on les retrouve un peu partout, dans de nombreuses disciplines, par exemple
en informatique avec les réseaux de routeurs, les réseaux de satellites, les réseaux de
pages Web, en biologie avec les réseaux des neurones, en écologie avec les réseaux d’in-
teractions biologiques, en linguistique avec les réseaux de synonymes, en droit avec les
réseaux de décisions juridiques, en économie avec les réseaux interbancaires, en sciences
humaines avec les réseaux sociaux. De maniére générale, un réseau refléte les interactions
entre les nombreuses entités d’un systéme. Ces interactions peuvent étre de différentes
natures, un lien social ou un lien d’amitié dans un réseau social constitué de personnes,
un cable dans un réseau de routeurs, une réaction chimique dans un réseau biologique de
protéines, un hyperlien dans un réseau de pages Web, etc. Plus encore, la rapide démocra-
tisation du numérique dans nos sociétés, avec Internet notamment, a pour conséquence
de produire de nouveaux systémes qui peuvent étre représentés sous forme de réseaux.
Finalement, tous ces réseaux présentent des particularités bien spécifiques : ils sont is-
sus de contextes pratiques, ils sont le plus souvent de grande taille (on retrouve parfois
des réseaux constitués de plusieurs milliards de noeuds et de liens, contenant donc une
grande quantité d’information), et ils présentent des propriétés statistiques communes.
A cet égard, ils sont regroupés sous 'appellation de réseaux réels, graphes de terrain ou

encore résequx complea:es.

Aujourd’hui, la science des réseaux est un domaine de recherche a part entiére
dont 'enjeu principal est de parvenir & décrire et modéliser leur structure afin de révéler
leurs caractéristiques générales et de mieux comprendre leurs mécanismes. La plupart
des travaux dans ce domaine utilisent le formalisme des graphes qui fournit un ensemble
d’outils mathématiques particuliérement adaptés a ’analyse topologique et structurelle

des réseaux. En général, on observe qu'un réseau réel, quelle que soit son origine, est
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caractérisé par une densité faible (la probabilité est faible pour que deux nceuds choisis
au hasard soient reliés), une distance moyenne faible (il existe en moyenne un chemin
court entre n’'importe quelle paire de nceuds), une distribution des degrés hétérogeéne (il
existe un nombre non négligeable de nceuds qui ont un fort degré alors que la grande
majorité des autres noeuds ont un degreé trés faible) et une densité locale forte (il est plus
probable qu’un nouveau lien apparaisse entre deux nceuds qui sont proches que entre
deux nceuds éloignés). Ces différentes propriétés constituent un ensemble de référence,

considéré comme fondamental pour I’étude des réseaux réels.

Il existe de nombreuses problématiques dans ce domaine, par exemple la question de
la propagation d’épidémie ou de virus informatique, la fragilité du réseau en cas de panne,
sa résilience en cas d’attaque, 'étude de la dynamique, la prédiction de 'apparition de
nouveaux liens, la recommandation, etc. L’un des problémes complexes actuels, qui a
beaucoup d’applications, est 'identification de la structure communautaire. Du fait de la
faible densité globale des réseaux réels couplée & leur forte densité locale, on observe la
présence de groupes de nceuds fortement liés entre eux et plus faiblement liés avec le reste
du réseau, que 'on appelle communautés. Ces structures ont également du sens dans le
réseau lui-méme, par exemple les communautés d’un réseau social peuvent correspondre
a des groupes sociaux (amis, familles, etc.), les communautés d’un réseau de protéines
peuvent traduire des réponses fonctionnelles, elles peuvent correspondre & des sujets

similaires dans un réseau de pages Web, pour donner quelques exemples.

La détection de communautés est un probléme difficile & résoudre et il n’existe & ce
jour aucune définition formelle. En effet, un trés grand nombre de méthodes heuristiques
ont été proposées et sont pour la plupart développées pour les réseaux unipartis, c’est-a-
dire pour des réseaux constitués d’'un seul type de noeuds et de liens. Cependant, il existe
en pratique de nombreux systémes constitués de plusieurs types d’entités et de plusieurs
types de relations. L’approche traditionnelle pour modéliser de tels systémes consiste a
ne pas faire la distinction entre les différentes entités ou relations, et donc d’aboutir & une
version plate du réseau. En revanche, cette approche s’avére souvent trop contraignante et
inadaptée a la détection de communautés. Prenons un exemple emprunté a la sociologie
qui permet de comprendre ces limitations. Un réseau social peut étre décrit comme un
ensemble de personnes qui interagissent entre elles par le biais de différentes relations.
A premiére vue, il semble naturel de supposer que toutes ces connexions sont au méme
niveau. Cependant, les vraies relations entre les membres d’un réseau social dépendent
en partie des groupes sociaux auxquels ils appartiennent, et il est peu pertinent de les
considérer toutes identiques. Considérons le réseau social de Facebook représenté par un
réseau ol tous les membres sont vus comme des nceuds et les amitiés comme des liens. En
réalité, deux membres de Facebook peuvent étre « amis » soit parce qu’ils sont collégues

de travail, dans la méme équipe de sport, de la méme ville, ou pour n’importe quelle
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autre raison sociale. Maintenant, supposons quun utilisateur décide de propager a ses
amis une information, ou une rumeur par exemple. Il est évident que ce dernier va choisir
les destinataires en fonction du contenu et des intéréts de chacun. Le sous-groupe d’amis
sélectionnés peut étre considéré comme une communauté car il regroupe des personnes
partageant les mémes centres d’intéréts. Par conséquent, si la modélisation ne prend pas
en compte les différences dans les relations alors la vraie structure sociale du réseau ne
peut pas étre correctement comprise. Une représentation plus réelle serait de modéliser
ce réseau par un graphe multiplexe composé d’autant de niveaux que de type de relations

sociales entre les personnes.

Dans cette thése, nous nous intéressons a la structure communautaire des réseaux
réels bipartis. Un réseau biparti est un type de réseau constitué d’un seul ensemble de
liens connectant uniquement deux types de nceuds, comme par exemple un réseau de
co-publications scientifiques dans lequel les auteurs sont connectés uniquement a leurs
publications. Les auteurs ne sont donc pas connectés directement, ni les publications.
L’objectif que nous nous sommes fixé est alors d’analyser les propriétés structurelles de
ces réseaux afin de proposer de nouvelles méthodes pour la détection de communautés.

Le mémoire est organisé comme suit :

Le Chapitre 2 donne une vue d’ensemble des définitions liées au formalisme des
graphes, notamment celles des graphes unipartis et des graphes bipartis, ainsi que des
concepts importants qui seront utilisés tout au long du mémoire. De plus, une section
est réservée aux problématiques majeures rencontrées dans l’étude des réseaux réels et

détaille formellement les propriétés de ces réseaux.

Le Chapitre 3 est dédié a la structure communautaire des réseaux réels. Nous fai-
sons ’état de I'art des méthodes de détection de communautés les plus importantes. Afin
de se situer par rapport aux nombreux travaux existants dans le domaine, nous tentons
de catégoriser les principales méthodes existantes en fonction de leurs approches au pro-
bléme. Pour cela, trois grandes familles d’approches sont utilisées : les approches centrées
réseau, les approches centrées groupe, les approches centrées propagation. Cette classifi-
cation couvre 4 la fois les méthodes classiques pour les graphes unipartis et les méthodes
pour les graphes bipartis. Nous donnons aussi souvent que possible les limites et inconvé-
nients des méthodes ou algorithmes. Afin de clore ce chapitre, nous présentons également
comment la performance et la qualité des méthodes de détection de communautés sont

généralement évaluées et confrontées.

Le Chapitre 4 traite de I'analyse de la propriété de recouvrement dans la structure
communautaire bipartie des réseaux sociaux du Web. Afin de réaliser ce travail, nous
nous appuyons sur des métriques classiques, le coefficient de clustering et le coefficient

de redondance, et proposons deux nouvelles métriques, la dispersion et le monopole.
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Le Chapitre 5 propose une nouvelle méthode de détection de communautés pour
les graphes bipartis, appelée COMSIM, qui se base sur la similarité entre les noeuds et la
recherche de cycle. Nous confrontons cette nouvelle technique avec les algorithmes stan-
dards de la littérature et mettons en perspective les caractéristiques des communautés

détectées ainsi.

Le Chapitre 6 s’intéresse & la détection de communautés dans les réseaux multi-
couches. Un réseau multi-couches est composé de plusieurs couches, chacune composée
de neeuds connectés entre eux mais aussi connectés vers d’autres couches. Chaque couche
prise séparément peut étre vue comme un graphe uniparti, tandis que les liens entre deux
couches constituent un graphe biparti. Nous proposons une généralisation de l’'indice
classique de modularité pour évaluer deux types de communautés dans ce contexte, les

communautés mono-couches et les communautés multi-couches.
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2.1 Propriétés des graphes

2.1.1 Graphes unipartis

La plupart des réseaux rencontrés en pratique peuvent étre représentés naturellement par
des graphes. En effet, la théorie des graphes offre un ensemble d’outils mathématiques
adaptés a 'analyse des réseaux, ceci & travers de nombreux modéles et définitions qui
permettent de décrire et de résoudre des problémes complexes. Par exemple, on peut uti-
liser un graphe uniparti pour représenter un réseau d’acteurs, dans lequel les acteurs sont
reliés entre eux s’ils jouent dans un méme film. Ce formalisme permet d’étudier finement
les interactions entre acteurs et de mettre en perspective les propriétés et caractéristiques
de ce réseau. Ainsi, il est possible de mieux comprendre les relations sociales sous-jacentes
(relations d’amitiés, professionnelles, familiales) ou des mécanismes plus globaux, comme
par exemple comment le réseau s’est formé, quels sont les acteurs phares, quels sont les
groupes ou coalitions d’acteurs, existe-t-il une forme de collaboration visible dans la

structure du réseau, etc.

2.1.1.1 Notations

Un graphe! G défini par G = (V, E) est constitué¢ de deux ensembles, oit V # () est
un ensemble d’éléments appelés sommets, et E est un ensemble de couples d’éléments,
appelées arcs?. On note V. = {v1,v2,...,u,} olt |V| = n est le nombre de sommets, et
E ={ej,ea,...,em} ot |E| = m est le nombre d’arcs. Un arc e; est un couple de sommets
tel que e; = (v4,v;), reliant le sommet v; au sommet v;. On distingue deux types de
graphes selon si ’ensemble des arcs E' est symétrique ou asymétrique. Lorsque E est une
relation asymétrique sur V, on dit que le graphe est orienté. A l'inverse, lorsque E est
une relation symétrique sur V' alors on parle de graphe non-orienté. Dans ce cas, un arc
(vi,vj) € E est noté {v;,v;} et que I'on appelle aréte.

Il peut également exister des poids sur les arcs, on définit alors G = (V, E, W) un graphe
pondéré, ou W : V x V +— R est une fonction qui associe un poids & chaque arc. Un
exemple de ces différents types de graphe est donné Figure 2.1. Plus généralement, un
graphe peut aussi avoir des arcs multiples entre deux sommets et des boucles sur un
sommet. Lorsqu’il n’existe aucun arc multiple ni boucle alors le graphe est dit graphe

stmple.

'Par soucis de simplicité pour la suite, lorsqu’on parle d’un graphe, on sous-entend un graphe non-
orienté et simple, sauf précision.

2Plus généralement, dans la terminologie lorsqu’on parle de réseau, un sommet est un neud et un
arc est un lien.
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On fournit souvent une représentation graphique d’un graphe en dessinant les som-
mets par des points ou des petits cercles et les arétes par des traits entre ces sommets afin
de montrer leurs adjacences. Dans le cas d’un graphe orienté, les arcs sont des fleches in-
diquant la direction partant du sommet d’origine au sommet de destination. Si le graphe
est pondéré, alors le poids est inscrit & coté de 'aréte concernée. Lorsque la taille du
graphe est petite, c’est-a-dire qu’il n’y a pas beaucoup de sommets, dessiner le graphe
peut étre utile. Cependant, une telle représentation graphique peut s’avérer rapidement
limitée, notamment lorsque le graphe est grand. Dans ce cas, il est préférable d’utili-
ser une représentation formelle afin rendre compte des propriétés du graphe, qui sont le
plus souvent non triviales. On peut par exemple représenter un graphe par une matrice
d’adjacence. Ceci est également utile pour mener des calculs analytiques et permet de
stocker efficacement le graphe dans la mémoire d’un ordinateur. Pour un graphe simple

ou orienté, la matrice d’adjacence A = [a;;] est une matrice carrée n x n telle que :

0 sinon.

1 si (vi,vj) cF
aij =

Pour un graphe pondéré, la matrice d’adjacence A est définie par :

{ W(vi,v5) si(vi,v5) € E
aij =

0 sinon.
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01 1101
101 100
110 0 00
A=
110011
000100
100 1 00
010001
101 100
100 00O
A=
110010
000100
000100
052 201
502 100
220000
A:
2100 43
000400
100 3 00

FIGURE 2.1: Représentation graphique d’un graphe non-orienté (haut), orienté (milieu)
et pondéré (bas) et de leur matrice d’adjacence A associée.

2.1.1.2 Voisinage d’un sommet

Le woisinage d'un sommet v d’un graphe G, noté N(u), est ’ensemble des voisins de u,

c’est-a-dire reliés & u par une aréte. Formellement :

N(u) = {v € Vl{u,v} € E} (2.1)

Si on considére un graphe orienté, le voisinage est défini par :

e le voisinage entrant : N*(u) = {v € V|(u,v) € E}
e le voisinage sortant : N°“(u) = {v € V|(v,u) € £}
Le voisinage d'un sommet u peut étre vu comme un sous-graphe de G constitué

de 'ensemble des sommets voisins de u et des arétes qui les relient. On dit alors que ce

sous-graphe est induit par le voisinage de wu.
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2.1.1.3 Degré d’un sommet

Le degré d’'un sommet u, noté d(u), désigne le nombre d’arétes connectées a u. For-
mellement, le degré est défini par d(u) = |N(u)|. Dans un graphe pondéré, le degré
pondéré d’un sommet est alors la somme du poids des arétes incidentes & ce sommet,

soit formellement d(u) = >, ¢y W(u,v).
Si on considére un graphe orienté, trois facons différentes permettent de décrire le
degré d’'un sommet u :
e le degré entrant : d(u) = |[N™(u)|, qui est le nombre d’arcs allant vers u
e le degré sortant : d°“!(u) = |[N°“!(u)|, qui est le nombre d’arcs sortant de u
e le degré total : d(u) = d™(u) + d°*(u), qui est le nombre total d’arcs entrant et

sortant de u

Il est donc possible de mesurer le degré moyen d’un graphe. Pour un graphe non-

orienté et pondéré, on note :

d(@) = % S d(w) = %m (2.2)

ueV
Pour un graphe orienté, d™(G) = d°(G) = z,

Le nombre d’arétes est aussi étroitement 1ié a la densité, plus le degré moyen est
grand plus la densité d’un graphe sera grande. La densité est le nombre d’arétes existantes
dans G par rapport au nombre total possible d’arétes dans G. Pour un graphe non-orienté

ou pondéré :

0(G) = 2.3
(©) = s (23
Pour un graphe orienté, 6(G) = n(:fil)
2.1.1.4 Concept de chemin dans les graphes
Un chemin dans un graphe G = (V, E) est une suite de sommets (v, va,...,vp) de V

de longueur p — 1 telle que deux sommets consécutifs de cette suite v; et v;41 sont reliés
par une aréte {v;,v;+1}. De la méme maniére, un chemin peut étre décrit par une suite
d’arétes (e1,e2,...,ep—1) de E. Un chemin est dit :

e simple, si il ne passe pas deux fois par la méme aréte,

e ¢lémentaire, si il ne passe pas deux fois par le méme sommet.



Chapitre 2 Notions générales pour les réseaux réels 10

La distance entre deux sommets dans un graphe est déterminée par la longueur du chemin
le plus court entre ces deux sommets. Le diameétre dans un graphe est alors la plus grande

distance possible existante entre deux sommets.

Un cycle est aussi un chemin mais dont les extrémités sont identiques.

2.1.1.5 Clustering

Le clustering est une notion qui décrit la propension d’un graphe a former des triangles,
c’est-a-dire des sous-graphes complets de taille 3, ou cycles élémentaires de longueur 3,

noté Cs. Le clustering est une maniére de mesurer la transitivité globale d’un graphe.

En effet, par transitivité s’il existe une aréte {u,v} et une aréte {v,w}, alors la
probabilité qu’une aréte {u, w} existe est renforcée. Ceci est comparable au fait que deux
personnes ont plus de chance de se connaitre si elles ont un ami en commun [New03b],
d’ot 'expression populaire les ami(e)s de mes ami(e)s sont mes ami(e)s. Cette transiti-

vité globale est calculée par le ratio de transitivité :

TR — 3 x nombre de triangles dans G

24
nombre de triplets connectés (24)

Un triplet connecté est un sous-graphe avec au moins deux arétes entre trois sommets.

D’un point de vue local, il est possible de compter le nombre de triangles aux
abords du voisinage d’un neceud u. Le coefficient de clustering local d’un nceud u est

donc défini par :

_ 2 {{v,w} € Elv € N(u) et w € N(u),v # w}|
d(u) - (d(u) —1)

CCs(u) (2.5)

Finalement, ces expressions expriment le ratio entre le nombre d’arétes reliant
les voisins de u et le nombre maximum d’arétes possibles dans le voisinage de u. Si
G' = (V' E') est le graphe induit par le voisinage de u alors plus C'C5(u) est proche de
1, plus G’ est proche d'un graphe complet ou d'une clique. C'C5(u), compris entre 0 et

1, est donc la densité du graphe induit.

Parallélement, il est possible d’obtenir un coefficient de clustering global qui est en

fait la moyenne des coefficients de clustering locaux des sommets du graphe :

CCs(G) = % S CCy(u) (2.6)

ueV



Chapitre 2 Notions générales pour les réseaux réels 11

2.1.1.6 Composantes connexes

Une composante conneze d'un graphe G est un sous-graphe Comp = (V', E’) tel que
V' C Vet B CEN(V' x V') dans lequel, pour tous sommets u,v de Comp, il existe

un chemin entre u et v (avec u # v).

FIGURE 2.2: Graphe non connexe avec 3 composantes connexes.

2.1.1.7 Clique et clique maximale

Une clique de taille k est définie comme un graphe (ou sous-graphe) dans lequel les k
sommets sont connectés les uns aux autres, c’est-a-dire un graphe complet (sous-graphe
complet) de taille k. Une cliqgue maximale est une clique de taille k£ non incluse dans une

clique de taille £ 4+ 1. Un triangle est par exemple une clique de taille 3.

2.1.1.8 Assortativité

[’assortativité est la tendance des sommets d’un graphe & partager les mémes propriétés.
Bien qu’il existe un nombre important de mesures de similarité (voir Section 3.2.1.2)
capable de mettre en évidence les propriétés communes entre les sommets, on parle
le plus souvent d’assortativité & travers la notion de degrés ou le nombre de voisins
communs. Ainsi, dans un réseau a caractére assortatif, trés répandu dans les réseaux
sociaux [NP03, RCCT04], les nceuds possédant le méme degré auront tendance & étre
reliés ensemble. A I'inverse, dans un réseau non-assortatif (ou disassortatif), un réseau
biologique ou technologique, les noeuds de faible degré auront tendance & étre reliés aux

noeuds de fort degré (voir attachement préférentiel [BA99]).
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2.1.2 Graphes bipartis

Une hypothése récente suggére que la plupart des réseaux réels, représentés par un graphe
uniparti, sont le résultat de la projection d’un réseau biparti [GL04|. Par exemple un ré-
seau d’acteurs ol les acteurs sont connectés entre eux lorsqu’ils jouent dans un méme
film. L’information contenue dans ce réseau réside dans les noeuds (les acteurs) et dans
les liens (les films mettant en relation les acteurs). Néanmoins, 'utilisation d’un graphe
biparti avec deux ensembles distincts de films et d’acteurs semble étre plus représen-
tatif de la réalité [WS98] et permet de mieux modéliser les propriétés intrinséques au
réseau [GLO4].

Dans de nombreux contextes, les réseaux présentent naturellement une structure
bipartie [GL04|, dont la particularité est d’étre constituée d’interactions entre deux
types d’entités différentes, et seulement entre ces deux types d’entités. Par exemple,
dans un réseau biologique composé de génes et de protéines, une relation indiquant
que tel géne est exprimé dans telle protéine [JTAT00]. En sciences sociales, avec des
réseaux de collaboration scientifique représentant des auteurs et les articles qu’ils ont
publiés [GL04, New01, WS98|. D’autres exemples existent, parmi les réseaux sociaux, les
réseaux du web (Wikipédia, LiveJournal, Flickr, Twitter), les réseaux de films-acteurs,
en linguistique avec des réseaux décrivant les liens entre langage et grammaire [iCS01],
en droit avec des réseaux de décisions juridiques [TNG14]. En définitif, dés lors qu’il
existe des interactions entre deux ensembles d’objets, il est possible d’utiliser un graphe

biparti.

Formellement un graphe biparti est un graphe dans lequel il est possible de séparer
les sommets en deux ensembles tel que les arétes relient uniquement les sommets d’un
ensemble & ceux de l'autre. Un graphe biparti est défini par un triplet B = (T, L, Ep)
ou T est I'ensemble des sommets du haut®, L est I’ensemble des sommets du bas et
Ep C (T x L) est 'ensemble des arétes reliant T et L, avec m = |Epg| le nombre
d’arétes. Le nombre total de sommets dans B est n = nt +ny, ou nT = |T| est le

nombre de sommets de T et n; = |L| est le nombre de sommets de L.

3Les termes haut et bas sont utilisés par convention afin de repérer visuellement 1’ensemble des
sommets concernés.
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FIGURE 2.3: Exemple d’un graphe biparti B = (T, L, Eg) avec T = {A,B,C,D,E, F}
et L =1{1,2,3,4,5,6,7,8}.

Soit u € T, le voisinage de u est donc défini comme les sommets de L en lien
avec u, écrit formellement Nt (u) = {v € L|{u,v} € Ep}. N (u) est défini de la méme
maniére pour 'ensemble des voisins d'un sommet u € L. Le degré d'un sommet u € T
est dt(u) = |N7(u)| (respectivement pour le degré d’un sommet u € L est d(u) =
N1 (u)]). Si Pon souhaite capturer I'ensemble des voisins & distance 2 de w, on note
Ni(u) ={w € T|lu# w,Iv € L,{u,v} € Ep et {w,v} € Ep} et [N2(u)| le nombre de

voisins a distance 2.

Le degré moyen pour 'ensemble T est dv(B) = %, le degré moyen pour I'ensemble

L est di (B) = ;b et le degré moyen des deux ensembles est d(B) = nffr”m. Finalement,
la densité d'un graphe biparti est définie comme §(B) = ———.
TXN |

Il peut arriver qu’un ensemble de noeuds du réseau biparti, I’ensemble T, a plus
d’'importance pour un but particulier que le second, 'ensemble 1. Dans ce cas, il est
possible de projeter B sur I’ensemble T pour produire un graphe uniparti G' a 'aide des
relations biparties. Par exemple, cela est utile pour pouvoir utiliser les outils et méthodes
déja disponibles pour les graphes unipartis, comme la recherche de cliques ou de groupes
cohésifs appelés communautés (voir Section 3). Cependant, il n’est pas toujours recom-
mandé d’utiliser la projection pour plusieurs raisons pratiques. Premiérement, les pro-
jections aménent nécessairement & créer un graphe composé de cliques recouvrantes (voir
Chapitre 4) qui rend la détection de communautés plus difficile, particuliérement pour
les méthodes utilisant un modéle aléatoire (voir Section 3.2.1.1). D’autre part les mesures
classiques telles que le coefficient de clustering ou ’assortativité se retrouvent surestimées.
Il y a aussi perte d’information car différents graphes bipartis peuvent produire une pro-
jection identique [ZRMZ07|. Toutefois, il est possible d’utiliser une projection pondérée

sur la matrice d’adjacence A du graphe biparti afin d’éviter ce probléme [EB13, ZRMZ07].
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2.1.2.1 Clustering biparti

Le concept de clustering existe également pour un graphe biparti, il mesure a quel point
le voisinage d’'un sommet est connecté. L’expression difféere de celle pour un graphe
uniparti (voir Section 2.1.1.5) car, par définition, il n’existe pas de triangle dans un graphe
biparti. Ainsi, plusieurs propositions ont été faites [Ops13, ZWL108, LGH05, RA04] qui
s'intéressent & capturer des rectangles ou des cycles de longueur 4. Autrement dit, un
rectangle est formé lorsque un sommet u a deux voisins distincts vy et vy ayant en
commun un sommet w (u # w). Le coefficient de clustering local proposé par [ZWL108§]

est :

Quvive
CCyhpiv,(u) = 2.7
o 2( ) (dJ_ (Ul) - 77uv1v2) + (dJ_ (7}2> - nuvlvg) + Quvivo ( )

Ol Guu,v, €St le nombre de rectangles contenant les trois sommets u, v1 et va. Nypivy =

1+ Quuvyvs -

Une autre définition se base sur 'indice de Jaccard qui mesure la similarité entre
deux voisinages, ou plus largement entre deux ensembles de sommets. L’indice de Jaccard
divise le cardinal de l'intersection des ensembles considérés par le cardinal de 'union des
ensembles considérés :

|AN B

JAB) = S0 (2.8)

avec 0 < J(A,B) <1 :0 si les deux ensembles n’ont aucun élément en commun, 1 si les

deux ensembles sont identiques.

Le coefficient de clustering local proposé par [LMDVO0§] calcule la moyenne des
indices de Jaccard entre les voisins d’un sommet u et les voisins d'un sommet v pour
chaque v € N2 (u) :

1

CCOy(u) = N2 ()| ve%@) J(Nt(u), NT(v)) (2.9)

Une autre mesure est également proposée par [LMDVO08] afin d’évaluer le clustering
d’un graphe biparti. Cette derniére s’intéresse & capturer la redondance qui mesure & quel
point les voisins d'un sommet u ont tendance & étre connectés aux mémes voising autre

que u. Le coefficient de redondance est noté :

{(vi,v2) € (NT(u) X NT(u))|lvi #ve et Jw € T, (w,v1) € Ep et (w,v2) € Ep}|

RD(u) = dr(u) - (dr(u) —1)/2 (2.10)
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En d’autres termes, le coefficient de redondance d’un sommet v; € T est la proportion

de paires de voisins de u reliées a d’autres sommets que u.

2.1.2.2 Biclique

Une bicliqgue est une clique dans le contexte d’un graphe biparti. Une biclique est donc
un graphe biparti complet (ou sous-graphe biparti complet) notée K, avec a = nt et
b = n,, dans lequel tous les sommets d’'un ensemble sont connectés & tous les sommets

de Pautre ensemble (voir Figure 2.4).

K 1,1 K 1,2 K1,3
KZ 1 KZ,Z KZ,S
FIGURE 2.4: Exemples de bicliques.

2.2 Reéseaux réels

Beaucoup de systémes rencontrés en pratiques sont composés d’un grand nombre d’enti-
tés qui interagissent de maniére complexe. Les mécanismes de ces systémes complexes ne
dépendent pas simplement des éléments de base mais sont liés & la présence de niveaux
d’organisation et de propriétés locales et globales émergentes. Que ce soit en sciences
sociales, en biologie, en économie ou en technologie, les systémes complexes font ’objet
de nombreuses études. Plus particuliérement, ’attention est portée sur 1’étude de la to-
pologie des réseaux réels, dits réseauxr complexres ou graphes de terrain. Un réseau réel
se définit également par opposition & un réseau généré ou artificiel qui ne correspond a

aucune donnée du monde réel.

La recherche sur les réseaux réels a comme objectifs majeurs de :

1. identifier les propriétés topologiques décrivant les mécanismes des réseaux réels,
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2. proposer des modéles réalistes permettant de simuler le fonctionnement (au niveau

structurel et de la dynamique) de ces réseaux.

Un axe important de recherche concerne 1’étude de la structure topologique des
réseaux réels. Cette derniére permet d’adresser un certain nombre de problémes liés
aux meécanismes de formation des systémes complexes, aux mécanismes qui régissent
les relations entre entités dont certaines cachent des fonctions spécifiques. Par exemple,

le ré d’l itué d éli 1 d fic?
pour le réseau d’Internet constitué de routeurs, comment ameéliorer le routage du trafic
Quelle est la résistance du réseau face & des attaques 7 Comment un virus se propage-t-il
sur Internet 7 Quelle est la robustesse du réseau en cas de défaillance? Fxiste-t-il des

chemins plus sirs, plus rapides pour acheminer 'information 7

2.2.1 Principales propriétés

Les réseaux réels se prétent naturellement & la formalisation sous forme de graphe per-
mettant d’identifier des propriétés structurelles non-triviales. A partir de I'analyse des
propriétés, on peut ainsi distinguer les réseaux les uns des autres et les caractériser.
Certaines de ces propriétés sont communes & plusieurs réseaux provenant de différents
contextes; les réseaux d’interactions entre protéines en biologie, les réseaux technolo-
giques (Internet, le Web), les réseaux de transport, etc. Plus généralement, c’est le cas

des réseaur réels qui partagent des propriétés communes :

Une faible densité Globalement, on observe dans les réseaux réels que le nombre de
liens a le méme ordre de grandeur que le nombre de nceuds et donc que la densité globale
du graphe est faible (0 ~ 0) (voir Section 2.1.1.3).

La forte densité locale A ’inverse, la plupart des réseaux réels ont une densité locale

élevée, calculée par le coefficient de clustering (voir Section 2.1.1.5 et Section 2.1.2.1).

Composante connexe géante Dans les réseaux réels, on s’apercoit que la taille
des composantes connexes (voir Section 2.1.1.6) est trés inégale et qu’une composante

connexe géante regroupe la majorité des noeuds.

Invariant d’échelle On observe souvent que certains nceuds ont des degrés trés élevés
et que d’autres ont des degrés trés faibles. Ce contraste entre les degrés des sommets du
graphe est analysé a 1’aide d’une distribution, on parle alors d’une distribution hétérogéne

des degrés. La distribution des degrés est une répartition ordonnée de degrés des noeuds en
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donnant leurs fréquences, c’est-a-dire qu’on comptabilise par ordre croissant la fréquence
d’apparition de chaque degré. Une distribution hétérogéne est donc une distribution ot
I’on observe une répartition trés inégale des fréquences d’apparition. De plus, la fonction
de distribution des degrés est souvent proche d’une loi de puissance de la forme P(k) =
k=7 ou P(k) est la fraction des sommets ayant un degré k et « est un paramétre (dont la
valeur est comprise entre 2 et 3 dans la plupart des cas). Cette loi de puissance détermine

une classe de réseaux réels dits tnvariants d’échelle ou réseauzr sans échelle.

L’effet petit-monde Cette propriété est mise en évidence historiquement par I’expé-
rience du sociologue Stanley Milgram [TM67]. Le résultat de 'expérience montre qu’il
existe une courte chaine de relations sociales reliant chacun & n’importe qui, suggérant
en moyenne un degré de séparation proche de 6. Cependant, 'expérience est trés contro-
versée par rapport aux hypothéses de départ qui se révélent peu représentatives voire
fausses. L’effet petit-monde est tout de méme observé dans la majorité des réseaux réels,
mais avec des degrés de séparation différents. Plus de trente ans plus tard, ce phénomeéne
est modélisé par [WS98| qui fixe la distance moyenne (ou degré de séparation) entre deux

neeuds comme étant proportionnelle au logarithme du nombre de nceuds dans la réseau.

Une autre propriété trés importante des réseaux réels est la structure communau-

taire (voir Chapitre 3).

2.2.2 Modéles aléatoires

Un modéle aléatoire s’intéresse & reproduire les phénoménes observés des réseaux ren-
contrés dans la nature. Etre capable de modéliser les propriétés de ces réseaux est crucial
pour mieux comprendre leurs mécanismes et mettre en lumiére leurs fonctions. Un mo-
déle aléatoire est généralement décrit par un ensemble de régles qui gouvernent la facon
dont les nceuds se connectent les uns aux autres. Plus précisément, a travers un processus
stochastique, un modéle aléatoire génére un graphe qui posséde certaines propriétés que

I’on désire proches des propriétés observées sur les réseaux réels.

Le modéle aléatoire le plus simple est proposé par Erdés et Rényi en 1959, connu
sous le nom de ER random graphs |Bol98|. Dans ce modele, noté Gy, ,, on fixe le nombre
de sommets n et une probabilité p qu’il existe une aréte entre une paire quelconque de
sommets. Autrement dit, les arétes sont générées indépendamment les unes des autres,
et plus p sera proche de 1 plus le graphe généré contiendra d’arétes. Inversement, la

probabilité de connecter m arétes aléatoirement entre toutes les paires de sommets est :

(2.11)
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oun(n—1)/2 est le nombre total possible d’arétes qu’il peut exister entre tous les sommets
du graphe (voir Section 2.1.1.3). Néanmoins, ce modéle ne suffit pas a décrire correcte-
ment les propriétés existantes des réseaux réels. Afin d’y parvenir, d’autres modéles ont
été développés, notamment pour modéliser les réseaux invariants d’échelles et I'attache-
ment préférentiel [Yul25, BA99|, l'effet petit monde et le clustering [WS98, New09|, la

structure communautaire (voir modéle a blocs stochastiques Section 3.2.1.2).

Nous présentons également le modeéle de configuration |[CL02, NWS02| qui est uti-
lis¢ dans une des contributions du Chapitre 4. Le modéle de configuration CM génére
un graphe avec le méme nombre de sommets et d’arétes mais les arétes sont distribuées
uniformément au hasard entre les sommets en conservant leur degré initial. De cette
manicre, la probabilité p qu'il existe une aréte {u, v} est fonction du degré de chacun des

sommets adjacents, soit :
d(u) - d(v)

plfu, v} € B = B4

(2.12)
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La structure communautaire est une propriété importante des réseaux réels. Elle
fait référence a 'existence de communautés, une notion qui, & ’heure actuelle, n’a pas
trouvé de définition unique. Toutefois, il existe un consensus informel qui s’accorde a
dire qu’une communauté est un groupe de nceuds densément interconnectés et faiblement
reliés au reste du réseau (voir Figure 3.1). Cette définition est basée sur 'idée que les
neeuds d’un méme groupe partagent les mémes ressources ou les mémes propriétés, et qu’il
existe donc une certaine assortativité dans le réseau. Dans ce contexte, la problématique
la plus répandue s’'intéresse a la détection automatique de communautés, c’est-a-dire a la
mise au point d’algorithmes efficaces capables de révéler la structure communautaire des
réseaux réels. Un nombre important d’algorithmes de détection de communautés (aussi
appelés algorithmes de clustering) ont été développés et aujourd’hui encore le domaine
fait 'objet d’intenses recherches [Forl0]. Il est possible de trouver dans la littérature,
et selon les disciplines, d’autres termes interchangeables avec communauté comme par

exemple cluster ou module.

FI1GURE 3.1: Partition d’un graphe en 3 communautés.

L’identification des communautés dans un réseau peut étre un probléme NP-
complet selon la définition adoptée, difficile & résoudre en un temps polynomial. En
effet, si on cherche & diviser les sommets d’un graphe en plusieurs groupes qui ne se
chevauchent pas, on ne connait a priori ni le nombre de ces groupes, ni leur taille. L’énu-
mération de ’ensemble des solutions pour ce probléme est alors de 'ordre de B,,, donné
par le nombre de Bell, qui est exponentiel en nombre de sommets et donc irréalisable
pour un algorithme qui les traiterait toutes. En conséquence, beaucoup de méthodes
se basent sur I'optimisation d’'une mesure de qualité qui permet d’explorer efficacement
cet, espace de solutions trés large. D’autres méthodes utilisent des heuristiques qui ex-
ploitent directement les propriétés structurelles des réseaux. Du fait du grand nombre
d’algorithmes existants, une classification est proposée en Section 3.2. Néanmoins, on

distingue plusieurs types de communautés.
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3.1 Types de communautés

3.1.1 Partitionnement

Généralement, la détection de communautés consiste a diviser le réseau en communautés.
Une partition indique alors que les noeuds du réseau sont regroupés dans des communau-
tés non-recouvrantes : dans ce cas 1a, un nceud appartient toujours & une communauté
et une seule. Ainsi, I'objectif est de trouver une partition des sommets qui respecte une
ou plusieurs propriétés. Par exemple, on peut chercher & minimiser le nombre d’arétes
externes reliant les différents groupes ou bien diviser le graphe en k communautés de
taille équilibrée. Néanmoins, la forte densité locale observée dans les réseaux réels est
une propriété indispensable pour capturer la structure communautaire et développer des
heuristiques pour le partitionnement de graphe. Dans ce contexte, une fonction trés ré-
pandue pour évaluer la qualité d’une partition est la modularité [NGO04], I'objectif étant
de trouver une partition qui maximise ce critére. D’autres approches utilisent des mé-
thodes de coupe minimale ou de partitionnement spectral dans le graphe. Une coupe
correspond & la partition d’un ensemble de sommets en deux sous-ensembles grace a
une fonction objective qui cherche & rendre minimal le nombre d’arétes entre ces deux

sous-ensembles [FCMROS].

3.1.2 Recouvrement

Les méthodes ne tenant pas compte du recouvrement (chevauchement ou overlapping
en anglais) des communautés peuvent mener & une compréhension incompléte du ré-
seau [PDFVO05]. La complexité de la structure communautaire dans le contexte des
réseaux réels peut inclure des relations multiples (voir Chapitre 6). Ainsi, prendre en
considération le chevauchement entre communautés est une représentation plus réaliste
et moins restrictive car elle autorise les noeuds du réseau a faire partie d’une ou plusieurs
communautés. En effet, dans un réseau social composé de personnes, il est naturel d’ima-
giner que les communautés formant des groupes d’amis puissent étre recouvrantes : une
communauté pour la famille, une communauté de collégues de travail, une communauté
d’amis d’enfance, etc (voir exemple Figure 3.2). Manifestement, le chevauchement est
une caractéristique présente dans de nombreux réseaux réels [KGMIT12] et a mené a de
nombreuses études [PDFV05, LFK09, LAV10, ABFXO08]|.
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FIGURE 3.2: Recouvrement entre deux communautés (bleue et rouge).

3.1.3 Hiérarchie

Les réseaux réels présentent naturellement une hiérarchie de communautés [RSM102].
La notion de hiérarchie indique qu’une communauté peut étre divisée en plusieurs “sous-
communautés”. De nombreuses études sont consacrées & détecter la hiérarchie dans la
structure communautaire [SPGMA07, NG04, SCCH09, BGLLO8|. Certaines approches,
comme ’algorithme de Girvan-Newman [GN02| identifient les communautés dans
un premier temps puis cherchent & identifier les sous-communautés & partir des pre-
miéres. D’autres approches, comme ’algorithme de Louvain [BGLL08| ou ’algorithme
EAGLE [SCCHO09], identifient d’abord les sous-communautés puis les assemblent entre

elles.

D’autres méthodes plus directes, comme les méthodes de clustering hiérarchique [Joh67],
s’intéressent & définir une mesure de similarité (voir Section 3.2.1.2) topologique entre
paires de nceuds qui finalement produit une hiérarchie (représentée par un dendro-
gramme, voir exemple Figure 3.3). Finalement, identifier la hiérarchie dans la struc-
ture communautaire d’un réseau peut étre indirectement 1lié au probléme de recouvre-

ment [SCCHO09].
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F1GURE 3.3: Un dendrogramme permet de représenter les différents niveaux d’une hié-

rarchie. La ligne rouge en pointillée indique le partitionnement optimal de la hiérarchie

selon une mesure. Dans cet exemple, la meilleure coupe correspond aux communautés
violette et verte.

3.2 Une classification des algorithmes de détection de com-

munautés

La recherche de communautés est un sujet qui a été abondamment traité dans le do-
maine des réseaux complexes. Pendant cette derniére décennie, un nombre considérable
d’articles scientifiques ont été produits sur ce sujet. Afin de dresser un tableau des diffé-
rents algorithmes de détection de communautés, nous proposons une classification de ces
derniers en tenant compte de leurs approches. D’un point de vue topologique, une com-
munauté est un ensemble de nceuds plus fortement connectés entre eux qu’avec le reste

du réseau. Cette définition a trouvé un consensus auprés de la communauté scientifique.

Il existe dans la littérature trois importantes études de synthese [Forl0, PKVS12,
TL10] dédiées aux méthodes de détection de communautés dans les graphes unipartis.
De la méme maniére, nous tentons une classification des principales approches de ce
domaine en faisant le lien avec les méthodes pour la détection de communautés dans
les graphes bipartis. Manifestement, les graphes bipartis peuvent étre traités comme des
graphes unipartis en ignorant la partition T et L des sommets ou en créant une projection
sur I'un des ensembles. Cependant, il y a récemment un intérét croissant & considérer

les réseaux bipartis comme une classe de réseaux distincte et & analyser leur structure
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communautaire. De facon générale, les méthodes développées pour les réseaux bipartis
s'inspirent largement des méthodes pour les graphes unipartis, nous les classifions donc

toutes autour de trois familles d’approches :

o Approches centrées réseau, oul la structure globale du réseau est examinée pour la

décomposition du graphe en communauté.

e Approches centrées groupe, o les nceuds du réseau sont regroupés en communautés
en fonction de propriétés topologiques partagées. Nous nous focalisons dans cette
these sur ce type d’approche. De plus, & la vue du nombre d’approches, méthodes et
définitions heuristiques, nous proposons de considérer la détection de communautés
comme étant plus largement [’identification des propriétés communément partagées

entre les entités d’un réseau (voir Chapitre 6).

o Approches centrées propagation, ol la structure communautaire est identifiée par

un processus de diffusion de messages.

3.2.1 Approches centrées réseau

Les approches centrées réseau sont des méthodes qui s’appuient sur des calculs prenant

en compte '’ensemble des connexions du graphe.

3.2.1.1 Approches d’optimisation

Le probléeme de la détection de communauté peut étre rapporté a un probléme d’opti-
misation en définissant une fonction de qualité (ou critére de qualité) que Ion cherche
& minimiser ou maximiser. Une fonction de qualité peut également étre utilisée pour

évaluer la qualité d’une partition obtenue par différentes méthodes (voir Section 3.3.2).

La fonction de qualité la plus utilisée aujourd’hui est la modularité [NG04, New06b).
De facon informelle, la modularité d’une partition mesure la différence de liens internes
aux communautés et la méme quantité de liens si ces derniers étaient distribués aléatoi-
rement dans le réseau en respectant les degrés des sommets. Pour un graphe uniparti,
elle est notée formellement :

Q*l

T 2m

> [Aij — Pylo(eis ¢j) (3.1)
/l:hj

ou A est la matrice d’adjacence du graphe, m le nombre total d’arétes, ¢; et ¢; sont les
communautés d’appartenance des sommets i et j, 0(c;, ¢;) est le delta de Kronecker qui

vaut 1 si ¢; = ¢; et sinon 0. P;; décrit la probabilité d’existence de I'aréte {i,j} dans
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le cas ou les arétes du graphe sont distribuées aléatoirement. P;j; est donc fonction du
modéle aléatoire sous-jacent (aussi appelé null model). La valeur de la modularité varie

de —0.5 & 1 selon si les liens tendent & étre & 'extérieur ou a 'intérieur des communautés.

Le modéle aléatoire le plus utilisé dans ce contexte est le modéle de configuration.
Celui-ci conserve la distribution des degrés du graphe, une importante propriété des
réseaux réels. Autrement dit, ce modele tient compte du méme nombre de sommets et
d’arétes et reconnecte aléatoirement les sommets en respectant les degrés des sommets
du graphe original. De cette maniére, selon le modéle aléatoire, la modularité s’adapte
a différents types de graphes en conservant leurs caractéristiques. Des recherches trés
intéressantes ont été menées afin de proposer d’autres modéles plus pertinents dans
certains contextes [GAMC10, BPWT13|, notamment avec les graphes bipartis [Bar07,
GSPA07, Mur09, LWZZ16, XCL"15], les graphes multi-couches [PC16] (voir Chapitre 6).

De facon similaire, la modularité pour les graphes bipartis proposée par [Bar(7]

s’appuie sur une formulation proche de la modularité :

1
Q=_ D> A — Pyla(e, ) (32)
ieT jel
ou FP;; est le modele aléatoire prenant en compte les contraintes d’un graphe biparti, il

s’écrit simplement :

Malheureusement, 'optimisation exacte de la modularité est un probléme com-
putationnellement difficile [BDGT06] et il est donc nécessaire d’utiliser des algorithmes
d’approximation, algorithmes gloutons ou tout autre heuristique lorsque le réseau est de

grande taille. Il est possible de regrouper ces derniers en 3 approches :

e Les méthodes d’optimisation directe utilisant des techniques d’algorithmes gé-
nétiques (uniparti |[LS13|, biparti [2ZGZ11, SABA14|) ou de recuit-simulé (uni-
parti [RB06]).

e Les méthodes agglomératives dans lesquelles on débute en considérant chaque som-
met du graphe comme une communauté puis on fusionne deux communautés a
chaque itération (uniparti [CNM04, PL05, BGLL08, PPDSLP14, SCCHO09|, bi-
parti [Bar07]).

e Les méthodes divisives qui détectent les communautés en supprimant au fur et a
mesure les sommets ou arétes du graphe (uniparti [GN02, NG04, RCCT04, WHO04]).

Par exemple, le célebre algorithme de Girvan-Newman [GN02] utilise une mesure
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de centralité (edge centrality) afin d’isoler les communautés en supprimant du ré-
seau les liens traversés par un grand nombre de plus courts chemins reliant les

communautés entre elles.

Les méthodes agglomératives et divisives ont la particularité de produire des hiérarchies
de communautés, qui peuvent étre représentées par un dendrogramme (voir Figure 3.3).
Parmi les articles cités ci-dessus, certains proposent des fonctions de qualité autres que
la modularité [New06a, CNM04, WHO04, PPDSLP14].

Actuellement, 'algorithme d’optimisation le plus performant est la méthode de
Louvain [BGLLOS|. Cette derniére utilise une approche agglomérative qui optimise loca-
lement la modularité. L’algorithme de Louvain procéde en deux phases. Premiérement,
lorsqu’un sommet est déplacé dans une communauté voisine, ’algorithme évalue le gain
de ce déplacement, & savoir si la modularité est améliorée. Cette premiére phase est ré-
pétée pour chaque sommet du graphe et tant que la modularité globale est améliorée
au vu des changements locaux. La deuxiéme phase compresse la partition obtenue en
remplacant chaque communauté par un seul sommet. Ainsi deux sommets v; et v; dans
le nouveau graphe seront reliés si il existe une aréte entre un sommet de la communauté
v; et un sommet de la communauté v;. L’aréte entre v; et v; est alors pondérée par le
nombre d’arétes entre ces deux communautés. Au vu de la performance des résultats
fournis par ’algorithme, la complexité semble étre fonction du nombre de sommets dans
le réseau, soit O(nlogn). Ainsi, Louvain est capable de traiter aisément des réseaux
contenant plusieurs millions de nceuds et de liens. De plus, cet algorithme est compatible
pour recevoir d’autres fonctions de qualité (ou mesures de similarité, voir Table 3.1) que
la modularité, tant que ces derniéres peuvent étre formulées localement et globalement.
Etonnement peu de travaux ont exploité cet aspect, cependant dans [CCG14] les au-
teurs proposent une grande variété de mesures qui & ce jour pourraient faire 'objet de

nouveaux travaux.

L’optimisation de la modularité est sujet a une limite de résolution |[FBOT7| liée a
la taille des communautés pouvant étre détectées. Il y a un risque de ne pas détecter
la structure & petite échelle, c’est-a-dire les communautés structurellement bien définies
dont la taille est petite comparée a la taille du réseau. Plus précisément, il a été montré
que pour un réseau d’une taille donnée et d’une densité donnée, il existe une taille
minimale de communautés détectables par une optimisation de la modularité. Autrement
dit, plus le réseau a de nceuds et de liens, plus les communautés détectables seront
grandes. Ceci indique donc que la valeur de la modularité pour deux petites communautés
est inférieure & la valeur de la modularité si on fusionne ces deux communautés. En effet,
le probléme réside dans le modéle aléatoire qui suppose que chaque noeud peut interagir

avec n’importe quel autre noeud (ce qui n’est pas le cas pour tous les réseaux réels [Forl10]).
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Par conséquent, la probabilité qu'un lien existe entre deux groupes de noeuds décroit avec
la taille du réseau. Or, si le réseau est suffisamment grand, cette probabilité intégrée dans
la modularité devient négligeable et conduit donc & la fusion de ces deux groupes, méme
si ces derniers sont des sous-graphes complets. Plus généralement, la modularité n’est
pas capable de détecter les communautés avec un nombre de liens internes d’ordre /m
ou inférieur [FBOT7].

3.2.1.2 Approches de clustering

Une approche simple pour la détection de communautés consiste & transformer ce pro-
bléme en un probléeme de clustering de données qui correspond le plus souvent a définir

un critére de proximité entre sommets, la similarité.

La similarité est déterminée par une mesure entre deux sommets (similarité dya-
dique) qui peut étre définie soit localement (mesure de similarité locale), soit globalement
(mesure de similarité globale), elle est notée O(u,v). Les mesures de similarité sont en
premier lieu développées pour les graphes unipartis, en voici quelques-unes d’entre elles
Table 3.1. Les mesures de similarité sont naturellement transposables pour les graphes
bipartis (voir la colonne de droite de la Table 3.1) car elles utilisent des notions comme
le degré, le voisinage ou le chemin. Pour un graphe uniparti, ’approche classique revient
donc a calculer une matrice de similarité S de dimension n x n ot un élément S;; exprime

la similarité entre deux sommets v; et v; selon la mesure de similarité employée.

Pour un graphe biparti, trois approches sont possibles :

e La premiére approche consiste & ne considérer qu'un seul ensemble de sommets a
la fois (T ou L). On peut soit utiliser la matrice d’adjacence A du graphe projeté
ou bien calculer une matrice de similarité S de dimension nt x n (respectivement
n) X ny) en utilisant par exemple une des mesures décrites Table 3.1. De cette
maniére, il est possible d’utiliser les méthodes classiques de clustering pour les

graphes unipartis. Voici les différentes approches :

— Le regroupement hiérarchique [Dhi01, ZHDT01, CDGS04]. Les méthodes de
regroupement hiérarchiques ne se contentent pas de donner une partition d’un
graphe mais cherchent une hiérarchie de partitions emboitées, constituant un
arbre binaire appelé dendrogramme (voir Figure 3.3). Le niveau le plus bas
de la hiérarchie contient les sommets d’origine du graphe et les niveaux supé-
rieurs regroupent successivement les sommets entre eux jusqu’a obtenir une
hiérarchie compléte, le dernier niveau étant la racine de 'arbre binaire. Les

noeuds de ’arbre binaire sont donc des groupes de sommets du graphe qui sont
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regroupés suivant une mesure de distance. Cette derniére peut étre calculée

de diverses facons :

* Tout d’abord, il est naturel d’utiliser une mesure topologique et qualita-

tive du graphe comme la similarité (voir Table 3.1 et Section 3.3).

« 11 est également possible de projeter la matrice d’un graphe (A ou S) sur
un espace euclidien. Dans ce cas, la distance correspond & une mesure
basée sur la distance euclidienne entre les points de ’espace : la moyenne
(les méthodes de mean-cut, k-mean), le maximum (les méthodes de max-
cut), le minimum (les méthodes de min-cut). Par exemple, la méthode
de min-cut peut étre utilisée pour minimiser le nombre d’arétes entre les
sous-ensembles & partir de la matrice d’adjacence A. Elle peut aussi étre
appliquée sur la matrice de similarité S, ce qui permet d’affiner le parti-

tionnement et donc de créer une classification automatique par similarité.

+x En dernier lieu, il est possible de réaliser une coupe dans l’arbre binaire a
laide d’une fonction objective afin de déterminer la partition finale. Cette
approche a ’avantage de trouver un nombre optimal de communautés par

lecture de ’arbre binaire mais elle s’avére cotiteuse en temps de calcul.

— Une autre maniére d’analyser la structure communautaire d’un réseau biparti
est de réaliser une projection sur un des deux ensembles de sommets et en-
suite d’appliquer une méthode de détection unipartie. Cependant, le résultat
d’une telle approche méne nécessairement & une perte d’information qui, a
son tour, entrainera une moins bonne compréhension du réseau [EB13]. Dans
cette étude [EB13], les auteurs proposent une méthode de "double projection”
qui consiste & projeter les deux ensembles T et L et & analyser la structure
communautaire de chaque projection indépendemment pour finalement les
recombiner a l'aide d’un critére & maximiser. L’avantage premier de cette
méthode est qu’elle ne nécessite rien de plus qu'une mesure capable de faire
émerger les équivalences structurelles entre les deux projections. Pour cela, les
auteurs préconisent d’utiliser une mesure binaire, dite "proportion par corres-
pondance" [Bur76], qui donne la tendance de deux sommets a étre ou non
reliés aux mémes autres sommets. Il est également proposé de décomposer sé-
parément les deux projections en communautés et de maximiser une version
de la modularité pour les graphes bipartis [Bar07, GSPA07, Mur09]. Cette
méthode est opposée a des algorithmes de détection qui considérent les deux
ensembles de sommets simultanément (voir méthode de biclustering et de par-
titionnement spectral). Il s’avére que ces derniers sont moins efficaces, venant
du fait que le nombre de communautés doit étre identique pour chacun des

deux ensembles de sommets [Mell4]|. Finalement, cette méthode de "double
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projection" permet de s’affranchir de la perte d’information survenant lors-
qu’un seul ensemble est considéré. Il est ainsi possible de retrouver la matrice
d’adjacence bipartie d’origine & partir de celles des projections [EB13]. Elle a

aussi 'avantage d’étre flexible et ne requiert aucun algorithme supplémentaire.

e La deuxiéme approche utilise conjointement les deux ensembles T et L du graphe
biparti et s’apparente aux méthodes de biclustering [MOO04] (ou co-clustering) qui
permettent de regrouper simultanément les lignes et les colonnes d’une matrice.
La procédure classique consiste & effectuer des permutations entre les lignes et les
colonnes de la matrice afin de trouver un certain agencement appelé bicluster. Un
bicluster est une sous-matrice contenant des valeurs similaires. Selon ’arrangement
des valeurs, un bicluster peut étre un bicluster a valeur constante, un bicluster a
valeur constante sur les lignes (ou sur les colonnes), un bicluster a valeur cohé-
rente. La méthode de permutations fonctionne si les données sont relativement en
ordre. Cependant, puisque la plupart des données contiennent du bruit, d’autres
méthodes doivent étre envisagées. Pour y parvenir, plusieurs travaux ont été pro-
posés [CSTT00, YWWY03, CDGS04, GLD00, HDC™01, TSS02| s’inspirant des
approches spectrales et de regroupement hiérarchique. L’avantage premier des mé-
thodes de biclustering est qu’elles sont compatibles avec les graphes unipartis et les
graphes bipartis. De plus, il est possible d’identifier des zones recouvrantes entre

biclusters et donc de détecter des communautés recouvrantes [YWWY03].

FIGURE 3.4: Exemple de la réorganisation des lignes et colonnes d’une matrice d’adja-
cence.

e La troisiéme s’intéresse au partitionnement spectral [WS05, TL10] du réseau. Ce
dernier différe du regroupement hiérarchique car il consiste a réduire au préalable
I’espace des dimensions d’une matrice. Pour cela, une transformation de Laplace
appliquée a cette matrice permet d’utiliser 'information contenue dans les vecteurs
propres de la matrice de Laplace obtenue (& l'aide d’un algorithme de calcul de
valeurs propres). En considérant cette nouvelle matrice, un partitionnement peut
étre effectué avec les algorithmes standards de clustering. Parallélement, il existe
une formulation matricielle de la modularité proposée par [TL10], qui se rapporte

a un probléme de partitionnement spectral [New06a].
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Mesure 6(u,v)

Expr. unipartie

Expr. bipartie

Mesures locales

Voisins communs (CN)

Jaccard (CC)

HPI

HDI

Adamir-Adar (AA)

Allocation de ressource (RA)

Attachement préférentiel (PA)

Cosinus (Salton)

Serensen Index

IN(u) "N (v)| (3.3) [Nv(u)NNt(v)| (3.4)

N ONE)| o [Nr(w N V()

IN(w)UN(v)| | N7 (u) U N (v)]
(3.6)

|N(u) NN (v)] [NT(u) N N7 (v)]
min(IN(u)],[N(v)])  min([N7(u)],|NT(v)])
3.7) (3.8)

|N(u) NN (v)] [NT(u) N N7 (v)]
maz(|N(u)|, N(v)])  maz(|NT(u)|,[NT(v)])
3.9) (3.10)

1
2 TN

weN (u)NN (v

(3.11)

1
2 [N (w)]

weN (u)NN (v)

2 x |N(u) N N(v)|

1
2 log(INL(w)])

wENT (u)NNT (v)
(3.12)
Z 1
wENT (u)NNT (v) INL(w)]
(3.14)
d‘r(u) X d‘r(v) (3.16)

|NT(u) N Nt (v)

VINT ()] x [N7(v)]
(3.18)

2 % |NT(u) N Nt (v)|

[N ()] + [N (v)| [N (u)] + [N7(v)]
(3.19) (3.20
[N (u) AN (v)] [N (u) N Nt ()]
LHN1 FOTTC (3.21) e
(3.22)
Mesures globales
Distance de Hamling 1— IN(u) NN (v)| 1— [NT(w) 0 N7 (v)]
(3.23) " 321

Mesure de Katz

> ot (u,v)] (3.25)
=1

ot o' (u,v) désigne 'ensemble des chemins de longueur [ entre u et v.

ACT

m(u,v) +m(v,u)

(3.26)

ot m(u,v) est le nombre moyen de pas pour un marcheur aléatoire partant de u a v.

TABLE 3.1: Colonne centrale : mesures de similarités dyadiques pour les graphes uni-

partis. Une liste plus compléte peut étre trouvée dans [LZ11, Kan13]. Colonne droite :

mesures de similarités dyadiques pour les graphes bipartis sur ’ensemble T. Inverse-
ment, ces mesures peuvent étre appliquées sur ’ensemble .
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3.2.1.3 Approches par modéles de bloc

Le modéle a blocs stochastiques SBM (Stochastic Block Model) est une autre approche
permettant la détection de communautés. Toutefois, les SBM ne sont pas employés en
premier lieu dans le but d’identifier des communautés mais plutét de modéliser les pro-

priétés d’un réseau, notamment la structure communautaire.

Un SBM est un modéle génératif ou il est question d’approximer la structure com-
munautaire d’un graphe par une structure en blocs [HLL83, NSO1]. De fagon générale,
un SBM, noté SBM (n, k,Q), génére un graphe aléatoire G = (V, E) ou n = |V| est le
nombre de sommets, k est le nombre de blocs, groupes ou communautés. Une matrice
de probabilités ) de dimension k£ X k permet d’échantillonner ’ensemble E du graphe.
Ainsi, une aréte {u, v} existe avec une probabilité Qc, c,, ot Cy et C, indiquent & quelle
communauté appartiennent u et v. Dans la littérature, on retrouve cette phrase illustrant
I’idée premiére d’'un modéle a blocs stochastiques : « la probabilité d’une relation entre
deur neeuds dépend des blocs auzquels ils appartiennent ». Par exemple, une matrice dia-
gonale @) (dont les valeurs sont nulles sauf sur la diagonale) produira des composantes
déconnectées entre elles, tandis qu’ajouter des valeurs faibles en dehors de la diagonale
aura tendance & générer une structure communautaire conventionnelle — la densité in-
terne & une communauté est plus forte que sa densité externe. En modifiant la matrice
de probabilité, il est donc possible de créer une grande variété de structures; structure
bipartie, k-partie, & plusieurs couches, avec une hiérarchie, etc. Cependant, le modéle dé-
crit ci-dessus ne permet pas trés bien de retranscrire les propriétés des réseaux réels. Par
exemple, lorsque k devient arbitrairement grand alors il est possible de représenter n’im-
porte quel réseau par un SBM ol chaque sommet est dans sa propre communauté et ot
la probabilité de chaque aréte est soit 1 soit 0 selon si il existe une aréte entre les sommets
dans le réseau original. Dans ce sens, plusieurs améliorations ont été proposées dont une
version corrigeant le degré des nceuds [KN11, LCJ14], une version pour le recouvrement
des communautés |LBA11|, pour une hiérarchie des communautés |[PMB10, ABFXO08],
pour les graphes bipartis [LCJ14].

Afin d’utiliser les modeéles & blocs stochastiques pour la détection de communau-
tés (ou weak recovery dans la littérature), il est nécessaire de rechercher les parameétres
qui répondent au mieux aux propriétés observées ou connues a posteriori. Pour cela,
une fonction objective est généralement utilisée pour guider ’exploration des parameétres
(modularitée NG04, KN11|, information mutuelle [SWB51, DMMO03|, méthodes spec-
trales [RCYT11]). En fait, un SBM est plus général qu'un algorithme de détection de
communautés traditionnel car diverses formes de structures peuvent étre générées. Les
SBM sont aussi utilisés pour étudier les problémes d’optimisation ou de clustering (voir

Section 3.2.1.1 et Section 3.2.1.1) ou encore pour créer des réseaux synthétiques avec une
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structure communautaire bien définie et ainsi évaluer la qualité des résultats fournis par

les algorithmes de détection de communautés.

3.2.2 Approches centrées groupes

Une communauté peut étre vue comme un ensemble de sommets ayant des caractéris-
tiques communes. Dans ce sens, I’exemple le plus trivial est de considérer une commu-
nauté comme une cligue maximale (voir Section 2.1.1.7). Typiquement, la recherche de
cliques et de cliques maximales est un probléme difficile, inadaptée aux réseaux de grande
taille. Toutefois, des méthodes s’intéressent a utiliser cette notion de cliques comme élé-

ment de base pour la détection de communautés :

e La méthode de percolation de cliqgues [PDFV05] dite CPM (Clique Percolation
Method) emploie les k-cliques (sous-graphes complets de taille k). Dans cette étude,
une communauté est définie comme 'ensemble des k-cliques atteignables par une
série de k-cliques adjacentes (deux cliques étant adjacentes si elles partagent entre
elles k — 1 sommets). Par défaut, I’algorithme énumeére toutes les cliques de taille k
et cherche ensuite les k-cliques adjacentes. Le principal avantage de cette méthode
est qu’elle autorise le recouvrement entre communautés. De plus, le choix de la
valeur k laissée & 'utilisateur permet de changer la résolution de l’observation du
réseau. Une valeur élevée de k permet de détecter précisément les régions denses du
graphe alors qu’une valeur plus basse permet d’étudier les zones éparses du graphe.
Cette méthode fonctionne trés bien avec les réseaux réels pour des valeurs de 3 ou 4
quand il y a un fort clustering. En revanche, il n’est pas toujours évident de trouver
une valeur appropriée au réseau et 1’algorithme peut parfois devenir gourmand en
termes de complexité si le graphe est trés dense (une ameélioration de CPM est
proposée dans [KKKS08]).

e Une version semblable [LSHO8| existe aussi pour les réseaux bipartis a travers la
notion de bicliques (voir Section 2.1.2.2). Dans ce contexte, deux bicliques K, p sont
adjacentes si elles partagent au moins une clique K,_1 1. Il est également possible
de détecter le recouvrement des communautés. Reprenant la méme méthode, 1’al-
gorithme BiTector [DWWWO08]| identifie dans un premier temps les cliques maxi-
males afin de les utiliser comme ceur du résequ. Ensuite, a 1’aide d’une fonction
de similarité, les communautés sont construites au fur et & mesure en élargissant
ou en fusionnant les coeurs. Cette méthode fonctionne bien lorsque n et m ont le

méme ordre de grandeur, cependant elle est tres lente lorsque le réseau est dense.

e Une autre étude [DZLHO06], plus en marge, fonctionne avec les réseaux bipartis en

utilisant une méthode de biclustering (voir Section 3.2.1.2) pour les bicliques.
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e Une méthode énumere les y-cliques a ’aide d’une heuristique d’optimisation [ARS02].
Une v-clique ou quasi-clique est une version relachée de la clique, dont la densité

est supérieure a v € [0;1].

e L’algorithme EAGLE [SCCHO09| est une méthode qui utilise & son avantage plu-
sieurs approches en paralléle. Il est capable de détecter des communautés recou-
vrantes et hiérarchiques. L’algorithme commence par identifier toutes les cliques
maximales, qui sont les communautés initiales. Ensuite, a I’aide d’une mesure de si-
milarité (voir Section 3.2.1.2), les communautés semblables sont fusionnées formant
de nouvelles communautés qui, & leur tour, seront fusionnées avec des communautés
semblables. Ceci est répété jusqu’a ce qu’il ne reste plus qu’une seule communauté.
Dans sa seconde phase, I’algorithme procéde & une “coupe optimale” dans le den-
drogramme (voir Figure 3.3) de la hiérarchie des communautés produites. Afin de
déterminer 'endroit de la coupe, EAGLE utilise une extension de la modularité
(voir Section 3.2.1.1) adaptée au recouvrement [NMMCO8| qui va juger de la qualité

de la partition.

3.2.3 Approches centrées propagation

Les approches par propagation exploitent la propriété de densité intra-communauté des
réseaux réels. En effet, la structure communautaire d’un réseau se définit par I'existence
des groupes de nceuds plus densément connectés qu’avec le reste du réseau. Comparative-
ment, ceci implique que la densité interne a ces groupes (densité intra-communautaire) est
relativement plus élevée que la densité externe de ces groupes (densité inter-communautaire).
De cette maniére, il est possible d’admettre qu’un signal émis par un noeud et retransmis
par ses voisins a plus de chance de rester bloqué dans sa communauté, qu’il n’a de chance
d’étre propagé & une autre communauté. Il existe différents algorithmes utilisant cette

propriété :

e Les méthodes basées sur la propagation d’étiquettes (ou labels). L’idée de ces al-
gorithmes est de propager dans un graphe une étiquette unique de voisin en voi-
sin en remplacant les étiquettes de chacun. La premiére méthode est proposée
par [RAKO07| et dénommée LPA (Label Propagation Algorithm) dont le fonction-

nement peut étre résumé en trois étapes :

1. A D’état initial, tous les sommets possédent une étiquette unique.

2. Un sommet du graphe choisit aléatoirement remplace son étiquette avec ’éti-
quette partagée avec le plus grand nombre de ses voisins. Cette méme pro-

cédure est appliquée successivement pour chaque sommet du graphe choisi
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aléatoirement. Aprés un certain nombre d’itérations, la méme étiquette sera

associée aux sommets appartenant a la méme communauté.

3. Idéalement, ’algorithme s’arréte si aucun changement de label n’est effectué.
Finalement, tous les sommets avec la méme étiquette appartiennent & la méme

communauté.

Ce processus peut également étre effectué de maniére synchrone, en mettant a
jour les étiquettes de tous les sommets du graphe en méme temps. Ceci permet

notamment de converger plus rapidement vers une solution.

Deux adaptations de cette méthode ont été proposées afin d’intégrer la détection

de communautés chevauchantes :

— Dans l'article [GrelO] I'étape 2 est modifiée pour transmettre une liste des
étiquettes les plus courantes de ’entourage. Ainsi, il est possible en fin d’exé-
cution de choisir le nombre maximum d’étiquettes & retenir comme commu-

nautés, et donc de faire émerger des communautés recouvrantes.

— Une autre variante pour le recouvrement proposée par [XSL11] consiste a
conserver une liste des étiquettes les plus courantes sur chaque sommet. Ceci
permet d’attribuer & chaque sommet une force d’appartenance & une commu-
nauté. Dit autrement, un sommet est membre d’une communauté selon une
certaine probabilité. Il est donc possible d’affilier plusieurs communautés a

chaque sommet en fixant une valeur limite & cette probabilité.

I’approche par propagation d’étiquettes se préte efficacement & I'identification de
communautés non-recouvrantes car la diffusion est automatiquement freinée par
la structure communautaire du réseau, délimitant ainsi les communautés. Cepen-
dant, ce principe n’est plus respecté par la possibilité d’avoir du chevauchement
entre communautés. On peut alors se demander si le recouvrement est réellement
adapté aux deux premiéres méthodes décrites ci-dessus [Grel0, XSL11] : le choix
de paramétres arbitraires se révéle déterminant et peut mener & des détections plus
ou moins cohérentes. D’autres méthodes de propagation d’étiquettes plus récentes
sont a considérer [SB11, CG12].

Les méthodes précédentes sont inadaptées aux graphes bipartis. En effet, da a
la bissection des deux ensembles, il est impossible de faire converger I’algorithme
qui se retrouve piégé dans un échange infini de labels. Pour parer & ce probléme,
une solution est proposée par |[Grel0]. L’auteur développe 'algorithme COPRA
(Community Overlap PRopragation Algorithm), dont la particularité est de dé-
finir l'étiquette d'un sommet comme un ensemble de paires (¢,b) ou ¢ est une

communauté et b un coefficient d’appartenance a la communauté c. Etant donnés
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un sommet u et une communauté ¢, ce coeflicient d’appartenance est défini par :

Z’UENT (u) bt,1 (U7 C)
[N (u)] '

bt (U, C) =

bi(u, ¢) indique l'appartenance de u a la communauté ¢ a 'itération ¢ en fonction
des étiquettes des voising de u & l'itération ¢ — 1. Chaque sommet met & jour son
coefficient d’appartenance en faisant la moyenne des coefficients de ses voisins.

Finalement, cette méthode permet le recouvrement entre communautés.

e Les méthodes basées sur un marcheur aléatoire. Un marcheur aléatoire est un ex-
plorateur qui choisit toujours sa prochaine destination au hasard. On emploie I'ex-
pression marche aléatoire pour une succession de pas aléatoires qui indiquent qu’a
chaque instant la future destination est totalement décorrélée de ’endroit ou 1’on se
trouvait au pas précédent. Formellement, dans un graphe uniparti GG, une marche
aléatoire est définie par une séquence de pas aléatoirement et uniformément choisis
entre les sommets de G en suivant les arétes. Si le marcheur aléatoire commence au
sommet u alors la probabilité d’atteindre un sommet v par l'aréte {u,v} dépend
du degré de u. Cette probabilité de transition est notée p(u,v) = ﬁ sive N(u)
sinon p(u,v) = 0 et donne la matrice des probabilités de transition 7' d’une marche

aléatoire.

Appliquée a la détection de communautés, la marche aléatoire exploite la méme
propriété que la propagation d’étiquettes, a savoir qu’un marcheur aléatoire a une
forte probabilité de rester coincé dans la communauté du nceud de départ. Cette
propriété est particulierement bien exploitée par l’algorithme WalkTrap [PL05|
qui calcule pour chaque sommet dans le graphe un vecteur donnant la probabilité
qu'un marcheur aléatoire arrive aux autres sommets du réseau en k pas. Ces vec-
teurs sont ensuite utilisés pour calculer les similarités entre les sommets avec une
mesure de distance. Le partitionnement est laissé & une méthode de regroupement
hiérarchique (voir Section 3.2.1.2). La complexité de cet algorithme est en O(mn?)
et n’est donc pas assez performante pour étre appliquée efficacement aux réseaux

réels contenant des millions de nceuds ou de liens.

L’approche centrée propagation considérée comme la plus efficace est ’algorithme
Infomap [RAB09]. Cette méthode repose sur l'utilisation d’'un marcheur aléatoire et de
la propagation d’étiquettes. L’algorithme est, tout d’abord, relativement rapide, ce qui
permet de I'appliquer aux réseaux réels. Mais ce qui a fait sa popularité est qu’il a montré
qu’il était l'algorithme le plus performant sur la quasi-totalité des cas de figure, avec un
écart important par rapport aux méthodes d’optimisation de la modularité, sauf pour

lalgorithme de Louvain (voir Section 3.2.1.1). Un précieux avantage de cet algorithme
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est qu’il est compatible avec n’importe quel type de graphes, graphes simples, orientés
ou pondérés, graphes bipartis, graphes multi-couches, avec ou sans recouvrement. Le
principe derriére Infomap est qu’il utilise une méthode issue de la théorie de 'information
pour mesurer ’encodage optimal d’une marche aléatoire (voir Figure 3.5). Il s’inspire

également de ’algorithme de Huffman pour la compression de I’encodage [Huf52].

Pour commencer, chaque nceud est décrit par un identifiant unique, qui est en fait
un codage binaire. L’objectif est ensuite de décrire les mouvements du marcheur aléatoire
par les identifiants des nceuds qu’il parcourt. L’algorithme cherche donc & minimiser la
longueur des séquences parcourues par un marcheur aléatoire. Un encodage performant
exploite nécessairement les régularités de motifs données par une succession d’identifiants.
Si on peut trouver un code optimal décrivant les chemins réguliers du marcheur aléatoire
alors ceci indique qu’on a trouvé une structure importante du réseau. Dans ce cas, dés
lors qu’il est possible de compresser une partie de la séquence du marcheur aléatoire, le
codage simplifié est attribué aux nceuds impliqués, définissant donc la communauté &

laquelle ils appartiennent.

1111100 1100 0110 11011 10000 11011 0110 0011 10111 1001 0011 111000011 01101 100 101 010001
10010100 0111 10001 1110 0111 10001 0111 1110 0000 1110 10001 111000 10 111000 11110 011 10 00
011111100111 1110 1111101 1110 0000 10100 0000 1110 10001 0111 01110000 1110001 0 111 010 10
0100 10110 11010 10111 1001 0100 1001 10111 1001 0100 1001 0100

00110100 0011 0110 11011 0110 0011 0100 1001 101110011 0100
0111 10001 1110 10001 0111 0100 10110 111111 10110 10101 11110

m

110 1111101011 11
10111000 10,000 1110001 0 111010 10

FIGURE 3.5: Illustration du fonctionnement de Infomap (issue de l’article [RAB09]).

L’image A représente les parcours du marcheur aléatoire que l'on souhaite encoder.

L’image B présente la séquence des parcours : on attribue un identifiant unique sur

chaque nceud qui sert & encoder le parcours (en noir, au-dessous). Les images C et D

montrent comment optimiser la séquence : la répétition d’identifiants permet ainsi de
définir les communautés conduisant a I’encodage minimal.

Par exemple, tant qu’un marcheur aléatoire reste dans une communauté alors il est
possible de compresser efficacement la séquence de son parcours. A I'inverse, si le mar-
cheur aléatoire se retrouve sur un noeud en dehors de la communauté alors la compression
est plus cotiteuse et on peut donc relancer un nouvelle marche. Par conséquent, aprés un
certain nombre de marches aléatoires, il est possible de distinguer la structure commu-
nautaire grace i la qualité de la compression des séquences obtenues. On comprend donc
qu’avec ce systéme de description des déplacements, que quitter une communauté se ré-
véle trés coliteux. Un bon découpage consistera donc & rendre ces déplacements le plus

rare possible. De plus, la compression réalisée sur le réseau permet d’évaluer la qualité
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du partitionnement et des communautés. Cependant, ’encodage obtenu avec Infomap
est unique dans le sens qu’il ne peut pas étre comparé avec une partition provenant
d’une autre méthode. Il ne peut donc pas étre utilisé comme méthode d’évaluation a

part entiére.

3.3 Evaluation de la détection de communautés

Nous avons présenté dans la section précédente (Section 3.2) une classification des ap-
proches et méthodes qui s’intéressent a la détection de communautés. Bien que la notion
de communauté ne soit pas clairement définie, les recherches menées dans ce domaine
en constituent quelques pistes ayant comme objectif commun de révéler les propriétés
structurelles et topologiques des réseaux réels. De par le nombre important de méthodes
proposées, il est nécessaire de développer des moyens d’évaluer les algorithmes de dé-
tection de communautés. Tout d’abord, I’évaluation d’une méthode peut étre réalisée
sur sa complexité algorithmique, c’est-a-dire sur sa capacité a délivrer un résultat en un
temps raisonnable, ainsi que sur sa consommation en mémoire. D’autre part, I’évalua-
tion peut porter directement sur la fiabilité du résultat fourni. Il est donc question, pour
un algorithme de détection de communautés, d’étre capable, grace a un critére, d’éva-
luer rigoureusement la qualité d'une détection, et ceci quel que soit son type (partition,
recouvrante, hiérarchique). Cette évaluation est aussi utile pour pouvoir confronter les
méthodes entre elles, afin de sélectionner la meilleure. Pour l'identification des commu-
nautés, elle peut également faire office de guide ou de condition d’arrét de I'algorithme,
ou encore étre utilisée comme fonction de qualité a optimiser. Lorsqu’il s’agit de réseaux
de petites tailles, les communautés peuvent étre évaluées manuellement par une simple
visualisation. En revanche, la taille de la plupart des réseaux réels ne permet pas une
telle évaluation. Ceci est un probléme ouvert faisant I’objet de nombreuses recherches, il

y a généralement deux facons de procéder.

3.3.1 Les vérités de terrain

La vérité de terrain empirique Une vérité de terrain est la connaissance d’un ré-
seau, son processus de formation, sa structure communautaire, etc. Généralement, les
vérités de terrain proviennent d’études interdisciplinaires, par exemple de la sociologie,
de la biologie, ou d’un contexte plus pratique et technique. Une vérité de terrain est
trés utile car elle permet de comparer directement les communautés détectées avec les
communautés de la vérité de terrain. Ceci permet donc d’évaluer la méthode de détec-
tion utilisée et de quantifier la précision du résultat (voir Figure 3.6). Il existe en réalité

peu de vérités de terrain. En effet, méme sur des réseaux de petite taille, ces derniéres
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exigent un investissement colossal en temps. Lorsqu’il est question d’étudier un réseau
réel contenant plusieurs millions de noeuds et de liens alors ce travail est tout bonnement
irréalisable. De plus, d’un point de vue critique, on peut questionner la pertinence d’une

vérité de terrain, son objectivité scientifique, sa fiabilité, son exactitude [LC13].

La vérité de terrain artificielle A 1'opposé, il est aussi possible de considérer une
partie de I'information du réseau comme étant une vérité de terrain. Prenons 'exemple
du réseau social de YOUTUBE, ou les utilisateurs peuvent a la fois créer des liens d’amitiés
entre eux et créer des groupes que les autres utilisateurs peuvent rejoindre, ici la vérité
de terrain peut étre vue comme les groupes créés par les utilisateurs. Les groupes sont
donc des communautés au sens large du terme, elles sont définies par les utilisateurs.

Une autre facon de créer une vérité de terrain consiste a utiliser un modeéle aléatoire (voir
Section 2.2.2) permettant de fixer une structure communautaire au préalable. Le modéle
le plus répandu est LFR [LFRO8|, ce dernier génére un graphe & partir de plusieurs
parameétres (nombre de sommets, degré moyen, degré maximum, distribution des degrés)
disposant d’une structure communautaire ajustable & ’aide d’un paramétre de mélange
(le mizing parameter p). Ce dernier permet de définir une structure communautaire
plus ou moins cohésive. Basiquement, chaque sommet est affecté & une communauté si
ce dernier partage une fraction d’au moins 1 — p voising en commun avec les autres
sommets de la communauté. Aprés exécution de LFR, 'utilisateur obtient un graphe qui
respecte les paramétres donnés en entrée avec les communautés associées. Au moyen de
ce graphe synthétique, la connaissance de la structure communautaire fait office de vérité

de terrain et il est donc possible de mesurer la qualité des méthodes de détection.

Vérité de terrain ———
~
’, -~

Critére de
similarité

Communautés
détectées

FIGURE 3.6: Une maniére simple d’évaluer les communautés détectées par un algo-
rithme avec la vérité de terrain.

Afin de confronter les communautés détectées avec la vérité de terrain, il est cou-
rant d’utiliser une mesure empruntée & la théorie de 'information, l'information mu-
tuelle [SWBb51]. L’information mutuelle entre deux systémes s’exprime par la quantité

d’information que 'un apporte sur 'autre, c’est-a-dire la variation d’information, cette
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quantité est mesurée par 'entropie [SWB51]. Autrement dit, plus 'information est dif-
férente, plus 'entropie est forte car la quantité d’information nécessaire pour décrire les
deux systémes est grande. En fin de compte, I'information mutuelle permet de mesu-
rer le degré de dépendance entre deux systémes. Appliquée a I'évaluation de partitions,
on utilise I'information mutuelle normalisée ou NMI [SG02|, qui mesure a quel point
I'information contenue entre deux partitions est similaire ou différente (dépendance ou

indépendance). La NMI est finalement un critére de similarité notée :

—23°0, 3y Ciglog (Cyyn/C;.Cy)
SoF . Cilog (Ci./n) + Xy Cj log (Cj./n)

ol P4 et Pp sont respectivement la vérité de terrain et la partition obtenue par une

NMI(Pa,Pp) = (3.27)

méthode de détection avec Py = {4, Ag, ..., A} contenant k communautés et Pp =
{B1,Bs,...,B;} contenant | communautés. Puisqu’il s’agit d’une partition, P4 est une
division du réseau telle que U,]le A; =Vet A;NA; =0 (Vi # j). C représente la matrice
de confusion de dimension k£ x [ qui assigne & chaque entrée Cj; le nombre de sommets
partagés entre les communautés A; et B;. Lorsque les deux partitions sont identiques la
valeur de la NMI est 1 et lorsque les deux partitions sont complétement différentes la
NMTI prend la valeur 0.

Néanmoins cette version de la NMI présente quelques problémes. Intuitivement,
la similarité entre deux partitions aléatoires devrait étre constante ou étre représentée
idéalement par une valeur nulle. Cependant, il a été montré que la NMI tend & favoriser
les partitions dont le ratio entre le nombre de sommets et le nombre de communautés
est petit [AP15]. De plus, la complexité de la NMI n’est pas toujours adaptée a des
calculs sur de grands réseaux. Pour parer & ces problémes, différentes variantes de la
NMI ont été proposées, généralement en modifiant le terme de la normalisation. En voici
quelques-unes : U'information mutuelle ajustée (AMI) [VEBO9|, I'information mutuelle
unifice (SMI) [VEBO9|, I'information mutuelle a facteur d’échelle (FNMI) [AP15], une
version adaptée aux communautés recouvrantes |[LEK09, MGH11] (ONMI).

Il existe également d’autres critéres basés sur le comptage du nombre d’éléments,

ou paires de sommets, entre deux partitions, dit classification binaire [Mei07] :

1. Ni; nombre de paires de sommets qui sont dans les mémes communautés dans Py et Pg,
2. Ngg nombre de paires de sommets qui sont dans différentes communautés dans P4 et Pg,

3. Njp nombre de paires de sommets qui sont dans les mémes communautés dans P4 mais

pas dans Pp,

4. Ny; nombre de paires de sommets qui sont dans les mémes communautés dans Pg mais

pas dans Py.
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Les quatre cas de figure satisfont : N1; + Ngg + N1g + No1 = n(n — 1)/2. Un exemple

typique de l'utilisation de ce comptage est I'indice de Jaccard (voir Equation 2.8) :

N1t
Ni1 + Nio + Nox

J(Pa,Pp) =

Ce critére permet de calculer la proportion du nombre d’éléments (paires de sommets)
appartenant aux mémes communautés dans Py et Pp (donné par Npp) par rapport
a ensemble des éléments existants dans les communautés de Py et Pp (donné par
Ni1 + Nig + NOl)-

Un autre critére développé est I'indice de Rand [Ran71| défini par :

Ni1 + Noo

BPAPR) = =12

(3.28)

11 calcule la fraction des éléments correctement et mal classifiés par rapport a I’ensemble
des éléments existants. La valeur de R varie de 0, lorsque aucun élément n’est classifié de
la méme maniére, & 1, lorsque les deux partitions sont identiques. Par ailleurs, cette valeur
semble étre affectée par le nombre de communautés et le nombre de sommets [MA84], ce
qui a pour conséquence de faire tendre R vers 1 lorsque le nombre de communautés est
important. Une solution est proposée pour parer & ce probléme grace & 'indice de Rand
ajusté (ARI) [HAS5].

Un autre critére, connexe au précédent, est le score-F1, ou F1i-score, qui est la
moyenne harmonique de la précision et du rappel. En statistique, la précision p correspond
au nombre d’éléments correctement classifiés par rapport au nombre total d’éléments
identifiés. Tandis que le rappel r correspond & ce méme nombre d’éléments correctement
classifiés mais rapporté au nombre d’éléments considérés comme pertinents. En d’autres
termes, si on considére P4 comme étant la vérité de terrain et Pp comme étant la
partition identifiée, avec C; € P4, Cj € Pp et Te = |C; N C}| le nombre de sommets en
commun entre deux communautés C; et Cj, la précision sera notée p = \%fl et le rappel

r= Ef‘. Ainsi, le score-F1 est noté :

pxT

F(C;,C5) =2 3.29
1( ) j) X P Tr ( )
On peut également définir la moyenne du score-F1 entre deux partitions [YL13] :
11 & 1
Fi(Pa,Ps) = 5 (5= Y Fi(Cog (0) + 5o S Fi(9(0).Cp))  (3:30)
2\[Pa] £ Pal &

ou ¢'(i) = argmax I (C;, C;) et g(j) = argmax F1(Cj, Cj).
CjE'PB CiEPA
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En définitive, les critéres présentés dans cette partie peuvent étre utilisés avec
n’importe quel type de détection. En revanche, selon le contexte, certains sont préfé-
rables & d’autres. Par exemple, lorsque les communautés détectées sont recouvrantes,
I’évaluation peut étre biaisée par certains critéres. Pour cela, il est fréquent que plusieurs
critéres soient utilisés pour évaluer un seul résultat, ce qui de plus permet d’obtenir une

évaluation plus précise ou de noter les différences entre critéres.

3.3.2 La qualité d’une communauté

Dans de nombreux cas de figures, aucune connaissance ou vérité de terrain du réseau n’est
disponible pour évaluer la qualité d’une détection. Pour remédier & cela, il est possible
de mesurer les caractéristiques structurelles intrinséques aux communautés. Ainsi, une
valeur est attribuée a chaque communauté détectée & I’aide d’une fonction de score, qui
est & proprement parler une mesure d’évaluation interne. Idéalement, I’ensemble de ces
valeurs doivent refléter la qualité de la détection. Un autre intérét de cette méthode
d’évaluation est qu’elle permet d’analyser les communautés individuellement et ainsi de

pouvoir les caractériser avec précision.

Afin d’illustrer I’idée principale de ce type d’évaluation, nous présentons une mé-
thode de classification des communautés proposée par [RCCT04]. Les auteurs ici pro-
posent de considérer deux catégories, les communautés fortes et les communautés faibles,
et d’utiliser une fonction de score relativement simple dont la définition se base sur le de-
gré des sommets. Plus précisément, cette derniére compare, pour une communauté Cj, le
nombre d’arétes a l'intérieur de la communauté au nombre d’arétes sortantes de la com-
munauté vers le reste du réseau, respectivement d*(C;) = [{{u,v} € Elu € C;,v € C;}|
et d°(C;) = |{{u,v} € Elu € Cj,v ¢ C;}|. De cette maniére, il est donc possible de ran-
ger les communautés dans une des deux catégories, avec comme seule condition qu’une
communauté forte satisfait d™(C;) > d°“*(C;). Cependant, cette méthode rudimentaire

n’est vraisemblablement pas assez fine pour traiter des cas pratiques.

Idéalement, on souhaiterait avoir une fonction de score qui permette de classer
les communautés dans l'ordre décroissant griace & une métrique et que cette derniére
capture la qualité d’une détection en respectant certaines propriétés topologiques. Nous
présentons plus bas différentes fonctions de scores toutes définies autour de l'intuition
classique que les communautés sont des ensembles de sommets fortement reliés entre
eux et peu reliés a extérieur. Il y a plusieurs facon de formaliser mathématiquement
cette intuition. Un exemple classique de fonction de score est la modularité qui compare

la densité interne de la communauté avec la densité moyenne qu’aurait la communauté
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dans un réseau recablé aléatoirement. La modularité d’'une communauté C; est notée :

_ dm(Ci) B (2 % dm(CZ‘) +dOUt(Ci)

- o )2 (3.31)

Q(CH)
Cette expression satisfait > .p Q(C;) = Q (voir Equation 3.1).

Globalement, il est possible de regrouper les fonctions de scores f(C;) autour de 3

classes, on note nc, = |C;| le nombre de sommets dans la communauté C; (sa taille).

Connectivité interne
dz’n ( Ci)

ité i Ci)=——""—""= 3.32
Densité interne f(Ci) ne, (ng, —1)/2 ( )
) e d"(C;)
Séparabilité C)) = = 3.33
2 % dm CZ
Degré interne moyen f(Ci) = nc() (3.34)
Connectivité externe
dout Cz
Expansion f(Ci) = # (3.35)
nge,
dout Cz
Ratio de coupe f(Ci) = (G) (3.36)

ne; (TL - nCi)

Connectivité interne et externe

dout(c@,)
Conductance f(C) = 3% () + 4 () (3.37)
{u € Cj||N(u) N C;| < 2
Flake-ODF f(C) = ! ! 2

nCi
(3.38)

TABLE 3.2: Différentes fonctions de score pour ’évaluation de la qualité des commu-
nautés détectées (voir d’autres dans [YL15]).

Les fonctions de score définies ci-dessus peuvent étre considérées comme des me-
sures de similarités (voir Section 3.2.1.2 et Table 3.1). A ce méme titre, les fonctions de
similarité peuvent également servir de fonction de score. De maniére générale, il est pos-
sible de donner une évaluation arbitraire de la structure communautaire identifiée par un
algorithme. Le choix de la fonction de score détermine donc ce que ’on cherche & étudier,
de l'intuition que I'on cherche & capturer, ou du contexte. Par exemple, il est logique que
les algorithmes d’optimisation de la modularité obtiennent une meilleure évaluation si

on utilise la fonction de score basée sur la modularité (Equation 3.31). A Dinverse, si
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ce n’était pas le cas, alors on pourrait affirmer que ces algorithmes ne remplissent pas
leurs objectifs. En fin de compte, le choix d’une fonction de score est subjectif et il est
souvent nécessaire d’explorer différentes métriques afin de caractériser les communautés

sous plusieurs angles de vue.
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L’émergence d’Internet comme nouveau moyen de communication, accompagné
d’un nouvel écosystéme de données, rend les sociétés humaines de plus en plus digitali-
sées. En effet, ce nouveau support de communication entraine de nombreuses mutations
dans les rapports sociaux, les secteurs du travail, ’éducation ou 'accés a l'information.
L’apparition rapide d’une grande variété de plateformes, services et applications sur In-
ternet illustre bien l'attachement croissant au numérique. Un exemple emblématique
est I’encyclopédie WIKIPEDIA dont la vocation est de rendre accessible I’ensemble des
connaissances de I’humanité et dont les utilisateurs sont eux-mémes garant de ce contenu.
Le développement des réseaux sociaux, tels que FACEBOOK ou TWITTER, est aussi une
importante innovation d’Internet. Ces derniers sont des applications web permettant aux
utilisateurs de communiquer et de partager de 'information facilement. Dans cette étude,
on désigne un réseau social d’Internet comme étant plus largement un service en ligne
(site web, plateforme, outil) impliquant des utilisateurs qui interagissent et créent du
contenu. Ces réseaux sociaux sont donc issus d’un contexte réel, 'intérét est alors de les
analyser & I’aide des métriques généralement utilisées pour caractériser les réseaux réels

(voir Section 2.2), et notamment leur structure communautaire (voir Chapitre 3).

Dans ce chapitre, nous nous intéressons & la structure communautaire des réseaux
sociaux d’Internet qui présentent une structure bipartie. Par exemple, un réseau de films-
acteurs qui relie des acteurs aux films dans lesquels ils ont joué, ou un réseau de co-
publication qui connecte des auteurs & leurs publications [NSW01, NWS02], ont tous deux
une structure bipartie. Il est donc naturel de distinguer formellement deux ensembles
disjoints de nceuds : les acteurs d’un c6té, les films de autre et les auteurs d’un coté,
les publications de ’autre. Ou encore, un site web tel que WIKIPEDIA ol 'on retrouve

d’un coté les pages web (sommets T) et les contributeurs (sommets L).

Récemment, cette approche a été exploitée afin de proposer pour la premiére fois un
modele biparti de la topologie d’Internet [NWS02, TQM™13]. Le modéle est suffisamment
général pour étre appliqué a n’importe quel autre réseau présentant une structure bipar-
tie car il s’appuie uniquement sur la séquence des degrés des noeuds des deux ensembles
disjoints. Le travail a montré que malgré la simplicité du modéle, des propriétés réalistes
et non triviales de la topologie d’Internet émergent naturellement. Mais, il a également
montré que le modéle échoue a reproduire le recouvrement observé dans la structure
bipartie. Ce recouvrement survient lorsque deux nceuds L sont connectés a plusieurs
nceuds T (deux auteurs publiant plusieurs articles ensemble par exemple). L’observation
extraite de I’étude sur la topologie d’Internet a été étendue & une large variété de ré-
seaux [CT13, TNG14], démontrant que les recouvrements sont communs dans les réseaux
bipartis. Comprendre cette caractéristique est donc une préoccupation majeure dans le

contexte de 'analyse et la modélisation de tels réseaux.
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Afin d’aborder la question de la nature réelle des recouvrements observés dans
les réseaux réels, nous analysons la structure de 4 réseaux réels provenant d’activités
sociales sur Internet. Ce choix est motivé par le fait que de tels réseaux possédent une
authentique structure bipartie car les plateformes en ligne proposent le plus souvent aux
utilisateurs la possibilité de se regrouper : les nceuds L définissent les utilisateurs et les
neeuds T représentent les groupes que les utilisateurs rejoignent. Ensuite, nous analysons
les types de recouvrements a ’aide de deux métriques standards puis avec de nouvelles

métriques que nous avons proposées.

4.1 Jeux de données

Comme expliqué précédemment, de nombreux réseaux sociaux issus du monde réel pré-
sentent une structure complexe impliquant deux niveaux. Afin d’avoir une approche per-
mettant de dresser des conclusions qui puissent se généraliser & ’ensemble des réseaux
bipartis, nous nous appuyons sur une variété de réseaux sociaux présentant des « commu-
nautés » au sens large, qui sont plutét des groupes représentés par I’ensemble des nceuds
T. Nous nous concentrons en particulier sur deux réseaux d’affiliation (FLICKR, LIVE-
JOURNAL) et deux réseaux de publications (CITEULIKE, WIKIPEDIA). Ci-dessous, nous
les décrivons briévement en donnant 'interprétation contextuelle de ce que représentent

leurs nceuds T et | respectifs :

e LIVEJOURNAL [YL15] : Ce jeu de données concerne un site internet ou les utili-
sateurs peuvent ajouter de l'information grace & un systéme de blog. Ce dernier
permet également de déclarer des liens d’amitié entre utilisateurs, de créer ou re-
joindre des groupes. Ici, les noeuds T sont les groupes et les nceuds L sont les
utilisateurs. Il réunit approximativement 1 million d’utilisateurs et plus de 600 000

groupes.

e CiTEULIKE [EC07] : Ce jeu de données provient d’une vaste bibliothéque en ligne
qui permet aux utilisateurs de partager, citer ou simplement étiqueter des publica-
tions scientifiques. Ici, le jeu de données repose sur a peu prés 150 000 tags (noeuds
T) et 700 000 publications (nceuds L).

e WIKIPEDIA [ABHD13] : Ici les noeuds L sont des articles de ’encyclopédie WiKI-
PEDIA et les noceuds T sont des catégories qui regroupent ’ensemble des articles
sur un sujet similaire. Pour des raisons calculatoires, nous n’avons pas utilisé le
réseau entier mais une importante composante connexe . Ce sous-réseau implique

3 millions d’articles et presque 500 000 sous-catégories.

!Nous avons choisi de nous concentrer sur la composante connexe contenant la catégorie Network
Protocols.
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e FLICKR [YL15] : Ce jeu de données est composé de 100 000 groupes et 400 000
utilisateurs (nceuds T et L respectivement) provenant du site web FLICKR qui

permet d’héberger et de partager des photos.

Plus de détails statistiques sont fournis en Section 4.3.0.1.

4.2 Meétriques pour le recouvrement

D’un point de vue local, les propriétés structurelles des noeuds T, dont les définitions
sont données dans le Chapitre 3, sont liées & la densité. Or la densité locale peut étre
analysée de différentes facons. Dans les graphes unipartis, la densité locale est commu-
nément définie comme la densité du sous-graphe induit par les voisins d’un sommet.
Dans les graphes bipartis, cette densité locale est différente, elle capture habituellement,
pour deux sommets voisins (deux voisins T & distance 2), la proportion de sommets
1 en commun. Deux métriques sont donc proposées pour étudier cette propriété : le
coefficient de clustering local (voir Equation 2.9) et le coefficient de redondance (voir
Equation 2.10 [LMDVO08]).

4.2.1 Meétriques classiques

Pour un graphe biparti B, le coefficient de clustering local se concentre sur l'intersection
entre le voisinage de deux sommets (voir Section 2.1.2.1 pour plus de détails), tandis que
le coefficient de redondance s’intéresse a I'impact qu’aurait le retrait d’'un sommet 1 sur

la relation entre deux sommets T.

Ainsi le coefficient de clustering local d'un sommet u, noté CCy(u), est égal a 1 si
tous les voisins de u & distance 2 (noté N2 (u)) ont tous les mémes voisins L (recouvrement
complet), et 0 §’ils n’ont aucun voisins en commun. Si un film f € T a CCy(f) = 0.5, cela
signifie que, en moyenne, la moitié de acteurs qui ont joué dans f ont rejoué ensemble
dans d’autres films. Il est également possible de dériver CCy en C'Cy(B), le coefficient
de clustering global du graphe biparti B, comme étant la valeur moyenne pour tous les
sommets (si CCy(B) = 0.2 alors cela signifie qu’en moyenne 20% des acteurs d’un film

se retrouvent & jouer ensemble dans plus qu’un film).

Intuitivement une valeur élevée du coefficient de redondance RD(v) indique que
deux sommets voisins de v auront de fortes chances d’étre connectés 4 un autre sommet
(deux utilisateurs u; et uy dans un groupe v seront aussi dans un autre groupe en

commun), révélant ainsi la présence de recouvrement dans la structure. Comme pour le
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coefficient de clustering, nous pouvons naturellement dériver le coefficient de redondance

RD(B) du graphe biparti B, comme la valeur moyenne pour tous les sommets.

En regardant les exemples de la Figure 4.1, nous pouvons estimer la pertinence du
coefficient de redondance pour identifier les types de recouvrement. Dans la Figure 4.1(a),
il n’y a pas de recouvrement pour le sommet 2, ce qui se traduit par RD(2) = 0. A
I'inverse, dans la Figure 4.1(b), RD(2) = 2/3, reflétant le fait que 2 des 3 possibles
relations entre les sommets C, D et E ne sont pas affectées par le retrait du sommet 2
car il y a recouvrement avec les sommets 1 et 3 : C' et D sont aussi dans le groupe 1,
et D et F sont aussi dans le groupe 3, par contre C et E ne sont ensemble que dans le

groupe 2.

(a) Structure sans recouvrement (b) Structure avec recouvrement

FIGURE 4.1: Deux graphes bipartis présentant une structure différente autour du som-
met 2 : non redondant dans (a) et fortement redondant dans (b).

4.2.2 Nouvelles métriques

Afin d’affiner les métriques classiques, nous proposons maintenant deux nouveaux co-
efficients, pour analyser le recouvrement dans la structure d’un graphe biparti. Nous
définissons tout d’abord le coefficient de dispersion qui se concentre sur la répartition
des liens parmi les voisins d’un sommet. Plus précisément, nous calculons le nombre
maximal de nceuds T différents qui pourraient étre reliées & I’ensemble des voisins de u.

Le coefficient de dispersion disp(u) est donc défini par :

i snlu) — |NZ (u)] _ N2 (u)|
disp(u) Yvene i INLO = 1) X ey du(v) — 1 (4.1)

Intuitivement, la dispersion d'un sommet u € T est totale (disp(u) = 1) si le

nombre de voisins a distance 2 de u (|N2(u)|) est égal & la somme des degrés (moins 1
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pour ne pas compter u) des voisins de u a distance 1. Autrement dit, la dispersion de u
est maximale lorsque chaque voisin & distance 2 de u n’est relié qu’a un seul voisin de u.
C’est le cas pour le sommet 2 dans la Figure 4.1(a). Notons au passage que cette valeur
est directement corrélée avec le fait que la redondance de ce méme nceud est égale & 0.
Pas de recouvrement implique une dispersion compléte des liens. En revanche, comme le

lecteur peut le remarquer dans la Figure 4.1(b), quand des recouvrements sont présents,

la dispersion tend & diminuer : disp(2) = ﬁmﬂ = % car le sommet 2 pourrait avoir au

plus 4 voisins a distance 2 mais n’en n’a que 2.

Finalement, nous proposons une autre métrique qui prend en compte la spécificité
des sommets de degré 1 qui sont particulierement nombreux dans les réseaux réels pour
Pensemble | (acteurs ayant joué¢ dans un seul film, tags utilisés une seule fois, etc.),
ceci impactant I’analyse des recouvrements. Nous définissons le coefficient de monopole

comine la proportion de voisins de degré 1 d’un sominet v;. Formellement :

[{v € Nt(u),d,(v) = 1}]
[N (w)]

mon(u) = (4.2)
Intuitivement, un sommet u € T a un monopole de 1 si ses voisins ne sont connectés
qu’a lui et a un monopole de 0 si tous ses voisins sont connectés & au moins un autre
sommet. Comme pour les coefficients précédents, nous pouvons bien entendu dériver la
dispersion, ou le monopole, d’'un graphe biparti comme la valeur moyenne pour tous les
sommets. Comme nous verrons dans la prochaine section, ces métriques sont capables
de raffiner les résultats apportés par les métriques classiques et peuvent aider & mieux

discerner la vraie nature des recouvrements observés dans les réseaux bipartis.

4.3 Analyse de la structure bipartie

L’objectif de cette section est de comprendre le comportement des différentes métriques
appliquées sur les quatre jeux de données présentés précédemment. Nous commencons
par fournir des statistiques générales pour les différents réseaux (Section 4.3.0.1). Ensuite
nous détaillons ’analyse en examinant en particulier la pertinence des coefficients de
clustering et de redondance pour caractériser les types de recouvrement dans les réseaux
bipartis (Section 4.3.0.2), tout en questionnant si les nouvelles métriques sont capables

de préciser ’analyse (Section 4.3.0.3).
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4.3.0.1 Propriétés globales

Tout d’abord, nous nous appuyons sur quelques statistiques des graphes bipartis définies
dans la section précédente. Le Tableau 4.1 présente les résultats pour les quatre jeux de
données. Il montre que les réseaux étudiés présentent les propriétés statistiques classiques
que l’on observe dans les réseaux réels [GL06]. En particulier, on peut remarquer que ces
réseaux sont globalement trés peu denses (0(B)) tandis que les densités locales ont des
ordres de grandeur plus élevés (CC4(B) et RD(B)). En outre, l'ordre de grandeur entre
les degrés moyens (dt(B) et d (B)) et les degrés maximaux (d+(B) et d] (B)) indique une
certaine hétérogénéité dans la distribution de degrés des nceuds. Ceci est parfaitement
illustré par la Figure 4.2, en échelle logarithmique, ot 'on remarque que les degrés suivent
une loi & queue lourde, donc avec une forte hétérogénéité. En ce qui concerne les deux
métriques classiques habituellement utilisées pour capturer les recouvrements dans les
structures biparties (CCy(B) et RD(B)), on peut remarquer qu’elles différent fortement.
En se basant sur le coeflicient de clustering, ces réseaux ne semblent présenter que des
recouvrements assez faibles alors que, au contraire, le coefficient de redondance tend
& indiquer la présence de recouvrements. Le cas de LIVEJOURNAL est assez éloquent,
montrant un écart important entre ces deux coefficients : CCy(B) = 0.117 et RD(B) =
0.703. La question se pose alors de savoir lequel de ces deux coefficients est le plus
pertinent pour identifier la présence de recouvrements dans la structure. Cette question

sera étudiée plus profondément dans la Section 4.3.0.2.

CITEULIKE | LIVEJOURNAL | WIKIPEDIA | FLICKR
nT 153,3 K 664,4 K 4845 K 103,6 K
n| 731,8 K 1,15 M 3,13 M 396 K
5(B)(*1075) 2.1 0.9 0.7 20.8
dt(B) 15.02 10.79 22.31 82.46
d, (B) 3.20 6.24 3.46 21.58
d+(B) 153 K 149 K 36 K 35 K
di(B) 13K 682 138 22K
CCy(B) 0.138 0.117 0.063 0.055
RD(B) 0.521 0.703 0.387 0.646
disp(B) 0.725 0.842 0.705 0.769
mon(B) 0.071 0.070 0.088 0.148

TABLE 4.1: Propriétés globales de la structure bipartie des jeux de données. Se reporter
ala Section 2.1.1.7 pour les notations. d*(B) et dT (B) sont le degré maximum des nceuds
de I’ensemble T et | respectivement.

Si on examine les nouvelles métriques (disp(B) et mon(B)), on peut remarquer
que le monopole moyen est trés faible pour chaque réseau, les noeuds T ont peu de
voisins de degré 1. Ceci semble donc indiquer que globalement les noeuds L de degré 1

soient connectés uniformément aux noeuds T. Au contraire, la dispersion moyenne est
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haute. Cela semble contredire le coefficient de redondance puisqu’il indique un manque

de recouvrements. Mais une telle valeur agrégée est difficile & analyser, une discussion

plus détaillée est abordée dans la Section 4.3.0.3.

4.3.0.2 Meétriques classiques biparties

Les statistiques globales présentées dans la section précédente ne permettent pas de sai-

sir la diversité des situations possibles pour tous les nceuds. Afin d’affiner cette premiére

analyse, nous avons donc calculé la valeur des différents coefficients pour tous les noeuds,

ce qui permet d’étudier la distribution de ces valeurs aussi bien que les corrélations entre

les métriques.
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La Figure 4.3 présente la distribution cumulative inverse du coefficient de clus-
tering (Figure 4.3(a)) et du coefficient de redondance (Figure 4.3(b)). Nous pouvons
observer clairement que les deux coeflicients sont trés différents. Alors que les distribu-
tions décroissent nettement pour le coefficient de clustering, il semble que le coefficient
de redondance soit distribué plus uniformément, a exception des valeurs extrémes (0 et

1) qui sont fortement sur-représentées.

Plus important encore, on peut remarquer que la proportion de noeuds avec un
faible clustering est haute. Plus de 75% des nceuds ont une valeur inférieure a 0.2 dans
tous les jeux de données. Par contraste, la proportion des noeuds redondants est par-
ticuliérement haute. La fraction des nceuds ayant une redondance & 1 est par exemple
17% pour WIKIPEDIA, 37%
pour FLICKR, 38% pour CITEULIKE et 58% pour LIVEJOURNAL. Dans ce dernier cas,

extrémement importante pour tous les jeux de données :

cela veut dire que pour plus de la moitié des groupes créés dans LIVEJOURNAL, chaque
paire de membres appartient également a (au moins) un autre groupe en commun. Cela
est surprenant, notamment puisque que le nombre moyen de groupes d’un utilisateur
est trés bas (6.24 sur ce jeu de données, voir Tableau 4.1). Cela indique la présence de
recouvrements non triviaux dans ces réseaux qui ne sont pas capturés par le coefficient de
clustering, et cela méne donc & la conclusion que la notion de redondance semble mieux

adaptée pour détecter les véritables recouvrements dans les réseaux bipartis.
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FIGURE 4.4: Corrélation entre le degré et les coefficients de clustering et de redondance.

Afin de comprendre cette différence entre les deux coefficients, nous présentons
Figure 4.4 la corrélation entre le degré d’un noeud et son coefficient de clustering ou de
redondance moyen. La Figure 4.4(a) montre un fait éclairant : la valeur du coefficient
de clustering en moyenne semble étre trés fortement corrélée avec le degré du neeud. On

observe en effet que plus le degré d’un nceud est élevé, plus son clustering est faible. On
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n’observe pas de telle corrélation pour la redondance, Figure 4.4(b), qui semble indépen-
dante du degré du nceud considéré. Cela renforce donc notre premiére conclusion sur la
pertinence de la redondance pour détecter des recouvrements. En effet, la redondance
semble étre indépendante du degré, tandis que le clustering semble plus lié au nombre

de voisins et moins & la structure des relations.

4.3.0.3 Affiner ’analyse avec les nouvelles métriques

Les résultats présentés ci-dessus se focalisent sur les métriques classiques proposées
comme extensions a la notion de densité locale pour les graphes bipartis. Ils montrent que
la notion de redondance semble plus adaptée pour détecter les recouvrements dans les
réseaux. Cependant, une telle notion ne nous permet pas de comprendre comment ces re-
couvrements sont organisés autour d’un noeud. Les notions de dispersion et de monopole
proposées ici, sont une tentative d’affiner notre compréhension d’une telle organisation.
La Figure 4.5 présente la distribution cumulative inverse des coefficients de dispersion
(Figure 4.5(a)) et de monopole (Figure 4.5(b)). Comme suggéré par les valeurs moyennes
(voir Tableau 4.1), la dispersion est haute pour une part importante des nceuds. Dans
tous les jeux de données, plus de 80% des noeuds ont une valeur supérieure a 0.5. De telles
valeurs autorisent cependant la présence de recouvrement. Un coeflicient de dispersion
a 0.5 signifie que la moitié des liens engendre des relations semblables parmi les nceuds
T et L, indiquant donc des recouvrements. Paradoxalement, un coefficient de dispersion
élevé implique peu de recouvrement, voire aucun si la dispersion est totale. Les valeurs
élevées marquent donc un contraste avec celles du coefficient de redondance et réduisent
I'importance des recouvrements dans ces réseaux. En ce sens, cela affine 1'utilisation de

la redondance.

Concernant les coefficients de monopole, les distributions précisent notre déclara-
tion précédente sur le fait que les nceuds L de degré 1 sont bien répartis. En effet, cela se
vérifie sur la Figure 4.5(b) car toutes les courbes décroissent doucement sur un intervalle
de valeurs strictement positives. Cependant, le lecteur peut remarquer I'importante frac-
tion des nceuds n’ayant pas de monopole du tout. Ceci est di essentiellement & la trés
faible proportion de nceuds L de degré 1 par rapport au nombre de liens dans les réseaux.
Bien que les liens soient bien distribués dans le réseau, la probabilité qu’un nceud soit
lié¢ & un noeud L de degré 1 reste faible, aboutissant alors en général & un coefficient de

monopole de 0.

De la méme maniére que pour le clustering et la redondance, nous pouvons ana-
lyser les corrélations entre les métriques. La Figure 4.6 présente la corrélation entre le

degré d’un neceud et sa dispersion, ainsi que celle entre son degré et son monopole. La
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FIGURE 4.5: Distribution cumulative inverse des coefficients de dispersion et de mono-
pole.

Figure 4.6(a) montre une tendance claire : plus le degré est éleve, plus la dispersion est
faible en moyenne (notons que 'ordonnée est en échelle logarithmique). Puisque de faibles
valeurs pour la dispersion impliquent des valeurs élevées pour la redondance et donc des
recouvrements, alors il est possible maintenant de préciser quels types de nceuds sont
impliqués dans les recouvrements : ce sont donc les nceuds de degré élevé qui générent le

plus de recouvrements.

10° 10° T AaatLa
.‘o“V&V v
v
1 .
. 10°F v¥ %+
8 *
c * . M {. .
.
2 0t ° S .
[4 g -
@ 10 v
a S G
© £
U ()
5 8 103t
g 102 v ] s %
S 107} . 1 z M
< ® o Citeulike v v ® o Citeulike ; Y
® & Flickr 10%F ® @& Flickr v
€ & LiveJournal € & LiveJournal
v Vv WikiPedia v v WikiPedia
-3 L L n n n -5 n L n n n
10 10
10° 10 10° 10° 10* 10° 10° 10" 10! 10° 10° 10* 10° 10°
Degree Degree
(a) Degré vs. Dispersion (b) Degré vs. Monopole

FIGURE 4.6: Corrélation entre le degré et les coefficients de dispersion et de monopole.

Concernant les corrélations entre le degré et le monopole, la Figure 4.6(b) montre
que, mis a part pour le cas de FLICKR qui affiche une décroissance nette lorsque le
degré augmente, les valeurs des monopoles semblent indépendantes en moyenne du de-

gré. Notons au passage que la situation de FLICKR est cohérente avec notre précédente
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remarque : sachant que les nceuds de degré 1 ne peuvent pas étre responsables des recou-
vrements dans la structure bipartie, il est tout & fait cohérent de faire I’hypothése que

ces recouvrements sont plus présents pour les noeuds de degré élevé.

4.4 Comparaison a ’aléatoire

Apres avoir analysé les recouvrements dans les jeux de données en utilisant deux mé-
triques traditionnelles et deux nouvelles métriques, nous étudions 'impact des valeurs
obtenues sur ces coefficients & partir de modeéles aléatoires. Pour cela, nous utilisons une
variante du modéle de configuration (voir Section 2.2.2). Le graphe biparti généré a ainsi
le méme nombre de nceuds et de liens mais les liens sont distribués uniformément au
hasard parmi les nceuds T et L, selon leur degré initial. Cette section montre 'impact

d’un tel mélange sur les métriques étudiées précédemment.

Les figures ci-dessous (Figures 4.7, 4.8, 4.9, 4.10) montrent les distributions cumu-
latives inverses des coefficients de clustering, de redondance, de dispersion et de monopole
(Figures 4.7(a), 4.8(a), 4.9(a), 4.10(a)) ainsi que les corrélations entre le degré et chacun
des coeflicients (Figures 4.7(b), 4.8(b), 4.9(b), 4.10(b)), pour des graphes bipartis générés

aléatoirement en respectant les distributions de degrés T et L des jeux de données.
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FIGURE 4.7: Distribution cumulative inverse du coefficient de clustering et corrélation
entre le degré et le clustering dans les graphes bipartis aléatoires.

Comme attendu, la Figure 4.7 indique que la génération aléatoire a un faible impact
sur la distribution du clustering. En effet, la Section 4.3.0.2 a déja montré que la valeur
du clustering d’un sommet est directement affectée par son degré. Sachant que les degrés
ont été conservés par le modéle aléatoire alors par transitivité le clustering conserve son

comportement antérieur. Cela renforce notre conclusion précédente.
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FIGURE 4.8: Distribution cumulative inverse du coefficient de redondance et corrélation
entre le degré et la redondance dans les graphes bipartis aléatoires.

En ce qui concerne la redondance, le comportement est variable selon le jeu de
données (Figure 4.8(a)). Le modeéle aléatoire semble avoir complétement effacé les recou-
vrements dans le jeu de données de WIKIPEDIA, en revanche on observe le phénoméne
inverse pour le réseau de FLICKR. Dans ce dernier, le modéle semble avoir renforcé les
recouvrements et il est difficile de se prononcer sur les véritables raisons d’un tel chan-
gement. Cependant, comme le lecteur peut remarquer, la densité du réseau de FLICKR

est nettement supérieure aux autres (30 fois) et pourrait expliquer cet effet.

Par ailleurs, alors que dans la Figure 4.8(a) on peut remarquer que les jeux de
données de WIKIPEDIA et FLICKR ont des distributions des coefficients de redondance
trés différentes, voire antinomiques, on trouve que dans les graphes aléatoires la redon-
dance est complétement indépendante du degré. Cela est parfaitement naturel car la
redondance mesure la proportion de paires (vy,vy) de voisins d’un noeud u pour lesquels
N (v1) N Ny(v2) # {u}. Dans le cas d’'un graphe aléatoire tous les liens sont choisis
aléatoirement et indépendamment et le fait que v; et vg soient connectés & un autre
neeud que v ne dépend que du degré de vy et de vg, et est indépendant de u et de son

degreé.

Les courbes pour la dispersion (Figure 4.9(a)) indiquent que le modeéle aléatoire
a renforcé les valeurs dans tous les jeux de données. Cela n’est pas surprenant car la
définition du coefficient de dispersion est liée & la notion de la distribution des liens at-
tendus. Autrement dit, en distribuant les liens uniformément au hasard dans les réseaux,
le modéle tend & maximiser ce coefficient. La Figure 4.9(b) montre, quant a elle, 'impact
du modele aléatoire sur la corrélation entre degré et dispersion. Etonnement, alors que

dans la Section 4.3.0.3 nous avions clairement identifié que le degré influait directement
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FIGURE 4.9: Distribution cumulative inverse du coefficient de dispersion et corrélation
entre le degré et la dispersion dans les graphes bipartis aléatoires.

sur la dispersion dans tous les jeux de données mais semblait trés similaire qualitative-
ment et quantitativement sur tous les jeux de données, ici le modéle montre que cette
corrélation est due a la nature du réseau puisque aprés avoir réassigné aléatoirement les
liens, la corrélation se trouve fortement affectée. Toutefois, nous pouvons voir que la ten-
dance identifiée précédemment reste correcte : plus le degré est élevé, plus la dispersion
est faible. Le graphe étant de taille finie, un nceud de fort degré va étre connecté & une
proportion non négligeable de sommets 1. Par exemple pour FLICKR il existe un nceud
top connecté a 10% des sommets 1 et chaque nceud | étant connecté a 21 nceuds en
moyenne, on peut estimer que le noeud est connecté & tous les autres noeuds au moins 2
fois, d’ol1 une dispersion naturellement trés faible. Dans un graphe aléatoire la dispersion

décroit donc naturellement en fonction du degré du neeud et de la densité du graphe.

Concernant le monopole, on peut remarquer sur les courbes de la Figure 4.10(a)
que le modele aléatoire n’a pas modifié la tendance générale décrite précédemment (voir
Figure 4.5(b)), & savoir qu’une importante fraction des nceuds n’ont pas de monopole sur
leurs voisins. Cependant, il est notable d’indiquer que cette fraction est globalement plus
faible pour chaque jeu de données. Le cas de WIKIPEDIA est éloquent pour exprimer
ce point. En effet, on peut observer que les coefficients de momnopole de ce dernier sont
repartis dans U'intervalle ]0.0;0.2], confirmant de fait que la génération aléatoire a bien
mélangé les nceuds L de degré 1 uniformément & travers ’ensemble des noeuds T. Le
cas de FLICKR est identique, bien que la proportion de nceuds sans monopole soit bien
plus forte, s’expliquant vraisemblablement par la forte densité de ce réseau. La corrélation
entre le degré et le monopole, Figure 4.10(b), est naturellement affectée car la proportion

de noeuds de degré 1 auquel un nceud de degré k est connecté est indépendant de k. Le
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monopole attendu dans un graphe aléatoire est donc égal & la proportion de liens menant
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FIGURE 4.10: Distribution cumulative inverse du coefficient de monopole et corrélation
entre le degré et le monopole dans les graphes bipartis aléatoires.

4.5 Discussion

Dans ce chapitre, nous avons étudié les propriétés lites aux recouvrements dans quatre
jeux de données provenant de réseaux sociaux d’Internet qui présentent une structure
bipartie réelle. Pour cela, nous nous sommes tout d’abord appuyés sur deux métriques
proposées pour caractériser la notion de densité locale dans les graphes bipartis, & savoir
le coefficient de clustering et le coefficient de redondance. Notre analyse a révélé que le
coefficient de clustering n’est pas particuliérement capable de détecter les recouvrements
réels de ces réseaux. En effet, I'information capturée par la notion de clustering s’avére
peu pertinente et semble étre beaucoup plus liée au degré d’'un nceud T qu’a la structure
des relations. A I'inverse, le comportement du coefficient de redondance sur ces quatre
jeux de données est plus intéressant, il semble beaucoup moins prévisible au regard de

simples propriétés locales.

De plus, nous avons proposé de compléter 'analyse des propriétés liées aux recou-
vrements par I'observation de deux nouvelles métriques, la dispersion et le monopole. Les
résultats montrent qu’elles aident a affiner la caractérisation des recouvrements mis en
perspective par le coefficient de redondance en donnant des idées sur le type de nceuds
impliqués dans les recouvrements. Le coefficient de monopole nous a permis de mettre
en évidence que la majeure partie des nceuds T n’ont aucun monopole et que ce dernier

est cependant présent mais seulement au sein de nceuds T de faible degré, et donc par
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conséquent que les recouvrements se situent dans les nceuds T de fort degrés. La disper-
sion, quant a elle, nous informe qu’une part importante des nceuds T ont un coefficient
de dispersion élevé. Cela relativise 'importance du coefficient de redondance car la défi-
nition de la redondance est contraire & celle de la dispersion, une dispersion trop élevée

impliquant automatiquement une redondance faible voire nulle.

Finalement, nous avons appliqué un modéle biparti aléatoire afin d’évaluer com-
ment le remaniement des liens peut affecter les propriétés observées précédemment. Ce
dernier a montré qu’un tel processus aléatoire affecte la dispersion des liens en particu-
lier alors qu’il conserve le clustering, renfor¢cant donc l'intérét de cette nouvelle métrique

comme candidat valide pour la caractérisation des recouvrements.

De ce point de vue, le présent travail ouvre la voie & plusieurs améliorations des
modéles récents. Il montre en particulier qu’on pourrait améliorer les modéles basés sur
les graphes bipartis en intégrant dans de tels modéles les propriétés mises en évidence par
le coefficient de redondance, mettant ainsi de c6té celui de clustering qui semble moins
pertinent. Une approche possible, comme celle suggérée dans [CT13] pourrait consister
& coder la redondance dans un troisiéme niveau afin de contréler le coefficient par des

permutations de liens dans la structure tripartie.

Le présent travail a fait 'objet d’une présentation devant la communauté du do-
maine, de deux articles acceptés en conférence, un article préliminaire (Structures bipar-
ties et communautés recouvrantes des graphes de terrains MARAMI’14), un article plus
abouti (Revealing intricate properties of communities in the bipartite structure of online

social networks TEEE RCIS’15), ainsi que d’un article soumis en journal (RNTT 2015).
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L’étude de la structure des réseaux réels a révélé que les nceuds s’organisent autour
de groupes denses, appelés communautés. Généralement, une communauté est décrite
comme étant un groupe de nceuds plus densément connectés entre eux qu’ils ne le sont
avec le reste du réseau (voir Chapitre 3). L’enjeu est alors de chercher & comprendre
comment et pourquoi une structure communautaire émerge de ce type de réseaux. D’un
certain point de vue, on peut s’'intéresser a savoir quelles sont les propriétés structurelles
qui constituent ’organisation du réseau en communautés [New03b|. La plupart des al-
gorithmes pour la détection de communautés cherchent & regrouper les nceuds selon une
mesure de densité. Par exemple, 'optimisation de la modularité (voir Section 3.2.1.1)
permet d’obtenir des « groupes denses » dans le sens oil les membres d’une communauté
ont une faible probabilité d’étre reliés entre eux dans un réseau ou les liens seraient
redistribués aléatoirement. La densité peut aussi étre capturée par le clustering (voir
Section 2.1.1.5), qui comptabilise la proportion de triangles dans le réseau, ou grace a la
recherche de cliques par exemple. Finalement, il existe de multiples maniéres de formali-
ser cette définition de communauté, grace & une métrique ou une heuristique particuliére.
De plus, il est possible d’envisager que d’autres propriétés (autres que la densité) puissent

étre a 'origine de la structure communautaire d’un réseau.

Dans cette étude, nous nous intéressons & un autre aspect des réseaux réels, ’as-
sortativité (voir Section 2.1.1.8). Cette notion s’exprime par le fait que les noeuds ont
tendance a se relier entre eux selon une certaine propriété. Il peut y avoir diverses facons
de formaliser cette notion mais en général la propriété mise en valeur fait référence a
la corrélation entre degrés [CLN13|. Ainsi, une forte assortativité signifie que les noeuds
de « méme degré » ont tendance & se connecter entre eux. Toutefois, ’assortativité peut
étre considérée plus largement qu’avec le degré, en utilisant par exemple une fonction de
similarité (voir Table 3.1). De cette maniére, il est nécessaire de délimiter formellement

dans quelle mesure on considére qu’il y a une forte assortativité ou non.

L’essentiel des réseaux que ’on rencontre en pratique ont un caractére non-assortatif,
c’est le cas des réseaux techniques, réseaux du routage d’Internet, réseaux électriques, ou
encore les réseaux en biologie par exemple. A l'inverse, il existe une forte assortativité
dans les réseaux sociaux en général [New03a|. Néanmoins, la présence de communautés
laisse sous-entendre qu’il existe des zones homogénes dans les réseaux réels. Cette in-
tuition permet de mettre en évidence ’existence d’assortativité entre les nceuds d’une
méme communauté. Par exemple, le réseau des AS (Autonomous Systems) d’Internet
est un réseau non-assortatif. Pourtant, il est clairement visible que 'assortativité est
«locale » [PPZ09], a la fois au niveau de chaque AS mais aussi entre les nceuds hubs
des différents AS (nceuds ayant un degré bien au-dessus de la moyenne). Le premier cas

est généralement détectable par les algorithmes classiques de détection de communautés,
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car la forte densité interne des AS permet de discerner efficacement ces groupes. A I'in-
verse, le second cas n’est pas détectable par ces algorithmes car obtenir des communautés
constituées seulement de noeuds hubs est difficile lorsque 'on considére la propriété de
densité, ces derniers se retrouvent donc éparpillés dans les communautés des AS du pre-
mier cas. Cependant, il devient possible de détecter le second cas lorsque 1’on considére
I’assortativité entre les degrés des nceuds par exemple. Par conséquent, nous proposons
de définir une communauté plus largement comme étant un groupe de nceuds partageant

les mémes propriétés.

La principale contribution de ce chapitre est de combiner, pour la détection de
communautés, deux notions différentes, les cycles et la similarité entre les nceuds. Cette
technique a ’avantage d’étre utilisable avec les graphes unipartis, les graphes bipartis,
les graphes k-partis. La facon de construire les communautés est également différente
des autres méthodes proposées jusqu’ici. Elle permet notamment de mettre en valeur
d’autres caractéristiques structurelles du réseau. L’algorithme CoMSIM! proposé ici uti-
lise la similarité entre les sommets d’un graphe pour générer un graphe qui est pondéré.
Dans ce nouveau graphe pondéré, la structure du graphe d’origine est modifiée mais le
poids attribué aux arétes permet de conserver une certaine information qui dépend de la
mesure de similarité employée. Dans un second temps, I'algorithme s’intéresse & recher-
cher les cycles présents dans le graphe pondéré. Ces cycles sont ensuite considérés comme
des communautés, auxquelles s’ajoutent ensuite d’autres sommets. La qualité des com-
munautés obtenues est évaluée sur des jeux de données empiriques possédant une vérité
de terrain (Section 5.2.1), et sur des jeux de données provenant d’Internet pour lesquels

une évaluation des propriétés structurelles est donnée (Section 5.2.2).

5.1 Méthodologie

FIGURE 5.1: Exemple d’un graphe biparti B = (T, L, Ep).

'Le code est disponible en libre accés sur https://github.com/rtackx/ComSim.


https://github.com/rtackx/ComSim
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5.1.1 L’algorithme CoMSim

Dans cette section, nous détaillons le fonctionnement de ’algorithme COMSIM sur un
graphe biparti. Les procédures décrites ci-dessous sont pareillement utilisables dans le
cas d’un graphe uniparti, ou plus largement pour tout graphe k-parti. En effet, ceci est
possible car I’algorithme se focalise sur la projection pondérée d'un ensemble de sommets.
Cet ensemble peut étre tous les sommets d’un graphe uniparti, ’ensemble T ou L d’un

graphe biparti, ’ensemble k& d’un graphe k-parti.

Pour un graphe biparti, si la T-projection nous intéresse alors on peut étudier
comment les sommets T se connectent & partir de la similarité mesurée par les arétes
reliant les sommets 1 en commun. Formellement, une telle similarité est capturée par
une fonction de similarité . Ceci permet de définir formellement le poids dans le graphe
projeté et pondéré Gt = (T,E,0) ou § : T x T — R (voir la définition d’'un graphe
pondéré 2.1.1.1). Ce graphe indique donc la force des relations entre les sommets T. Par
exemple, la T-projection du graphe biparti Figure 5.1 est le graphe représenté par la

Figure 5.2, si on utilise comme fonction de similarité 6 le nombre de voisins communs.

Notons que dans la suite, nous utilisons cette fonction de similarité voisins com-
muns, définie formellement pour tout couple (u,v) € Tx T par 6(u,v) = |NT(u)NNT(v)|.
Mais il est tout a fait possible d’utiliser d’autres fonctions de similarité (voir Table 3.1)

afin de mettre en valeur d’autres relations entre les sommets T [LHPT16]2.

A partir d’un graphe biparti B = (T, L, Ep) et d’une fonction de similarité 6,
COMSIM génere une partition en deux étapes. Premiérement, il identifie les ceeurs de
communautés, qui sont des groupes de sommets trés similaires selon la fonction 6. Dans
I’Algorithme 1, on peut voir quels sont les détails de cette premiére étape. L’algorithme
génére une chaine de sommets ou les arétes sortantes ont un poids maximum. Quand la
chaine atteint un sommet qui est déja présent, cela signifie qu’un cycle a été détecté dans

la chaine. Ce cycle forme ensuite le cceur de la future communauté.

En prenant ’exemple de la Figure 5.2, il s’ensuit que les sommets A et B forment
un cycle et sont détectés comme un coeur de communauté, mais aussi les sommets E et
F. Ceci est conforme & la Figure 5.2 qui montre que A et B, ainsi que F et I, ont les
poids les plus importants. Les autres sommets C et D ne sont pas considérés de suite et

sont stockés dans ’ensemble K.

La deuxiéme étape de 'algorithme essaie ensuite de positionner les sommets res-
tants de K dans les communautés déja existantes. Ceci est réalisé en cherchant & maxi-

miser la similarité entre ces sommets et tous les sommets des coeurs de communautés.

2Selon la fonction de similarité utilisée, il se peut que la projection résulte en un graphe pondéré et
dirigé si 6 n’est pas symétrique.
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FIGURE 5.2: Exemple de la T-projection pondérée du graphe biparti B en utilisant la
similarité des voisins communs (CN) (voir Equation 3.3).

1

Comme décrit dans I’Algorithme 2, la deuxiéme étape se focalise sur tous les sommets
qui n’ont pas pris part au partitionnement dans la premiére étape. Pour chaque sommet
x, Palgorithme identifie les communautés qui ont au moins une aréte avec x. Ensuite,
il choisit la communauté qui maximise la somme des similarités entre = et les membres
de cette communauté. Sur 'exemple de la Figure 5.1, indépendemment de 'ordre dans
lequel les sommets C' et D sont traités dans la deuxiéme étape, C est affecté & la com-
munauté C; = {A, B} (la somme des similarités est 3) et D est affecté a la communauté

Cy ={E, F} (la somme des similarités est 4).

Il est intéressant de souligner que plusieurs arétes peuvent avoir le méme poids. Les
deux étapes peuvent alors se retrouver face & plusieurs options. Dans ce cas, ['algorithme
choisit une option prise uniformément et aléatoirement parmi celles possibles. Pour cette
raison, l'algorithme est non-déterministe et plusieurs exécution peuvent résulter en dif-

férentes partitions.

5.1.2 Approches classiques

Afin d’évaluer la pertinence de COMSIM, nous allons comparer les communautés dé-
tectées avec celles provenant de trois algorithmes de détection de communautés décrits

ci-dessous.

Louvain : L’algorithme de Louvain [BGLLO08| (voir Section 3.2.1.1) optimise une fonc-
tion de qualité dans le but d’extraire les communautés d’un réseau uniparti. Il est
communément utilisé avec la modularité [NG04] qui mesure la densité des com-
munautés par rapport & leur densité si les liens étaient distribués au hasard dans
le réseau. Afin d’évaluer les performances de Louvain et pour une comparaison
équitable, nous projetons d’abord le graphe biparti sur ’ensemble de sommets T,
en générant un graphe pondéré selon la fonction de similarité § employée (voisins

commun dans notre cas). Ensuite nous appliquons Louvain sur ce graphe pondéré
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Algorithme 1 : COMSIM- premiére étape
Data : un graphe biparti B = (T, L, Ep), une fonction de similarité 6.
Result : une partition P de sommets T et un ensemble K des sommets
restants (pour la seconde étape).

P 2:@ // la partition
T:=T // 1l’ensemble des sommets & considérer
€T = rand_and_remove(T) // sommet aléatoire
V= @ // l’ensemble des sommets en train d’&tre visité
K = (Z) // 1’ensemble des sommets restants
while T # () do
/* trouve un voisin y € N%(z) de z maximisant 6(z,v) */
y := argmax 6(x,y)
YENZ ()
if y € V then
C:= cycle(V,y,x) // extrait le cycle détecté partant de y & x
P.add(C)
K:=KuU (V — C) // stocke les sommets qui ne sont pas dans le cycle
C
V=10
x = rand_and_remove(T)
else
if y € T then
V.=V Uu{y}
Ti=1Y
T:=T-{y}
else
/* y fait déja parti de 1l’ensemble P, les sommets visités sont
stockés */
K=KuV
V=0

x :=rand_and_remove(T)

return P et K

et nous conservons le premier niveau de hiérarchie identifiée afin d’obtenir une

résolution fine de la structure communautaire.

Infomap : Infomap est un algorithme récursif, similaire & Louvain, ol les communautés
sont identifiées en minimisant le taille de la description des sommets visités par
un marcheur aléatoire (map equation [RAB09]|, voir Section 3.2.3). Infomap peut
tenir compte de la structure bipartie, nous utilisons cette particularité pour générer

seulement une partition des sommets T.

LPBRIM : LPBRIM est un algorithme de détection de communautés qui optimise la
bimodularité (ou modularité bipartie) [Bar07] qui est une extension de la modula-
rité pour les graphes bipartis (voir Equation 3.2). L’algorithme s’appuie sur 1’algo-

rithme BRIM (Bipartite, Recursively Induced Modules) et sur une procédure qui
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Algorithme 2 : COMSIM- deuxiéme étape

Data : un graphe biparti B = (T, L, Ep); une partition P; un ensemble de
sommets restants K (provenant de la premiére étape), une fonction
de similarité 6.
Result : retourne une partition P’ des sommets T et un ensemble de
sommets non satisfaits R.

R = Q) // sommets restants
P =P
foreach = € K do
Px = com_neigh($,P) // trouve toutes les communautés voisines de x
if P, =0 then
| R:=RU{z}
else
C:=argmax > o 0(z,y)
Cr€P;
Ajoute x dans la communauté C' de P’

return P’ et R

utilise la propagation d’étiquettes (voir Section 3.2.3). Puisque LPBRIM fournit
une partition compléte d’un graphe biparti — communautés composées des sommets
T et L —, nous adaptons l'algorithme et définissons une communauté en ne gardant

que ses sommets T afin de comparer équitablement avec les autres algorithmes.

5.2 Evaluation de CoMSIM

Cette section est consacrée a I’évaluation de la pertinence de la méthode proposée. Nous
commengons par étudier comment se comportent plusieurs algorithmes sur des petits jeux
de données dont nous connaissons les communautés (Section 5.2.1) avant de montrer com-

ment COMSIM fonctionne sur un réseau social d’Internet de grande taille (Section 5.2.2).

5.2.1 Sur des jeux de données avec une vérité de terrain

Premiérement, nous appliquons notre algorithme sur deux réseaux qui ont une petite
taille et qui sont munis d’une structure communautaire fournie par une vérité de terrain.

Nous utilisons cette derniére comme référence pour comparer les quatre algorithmes.

Southern Women |DGG41]| Ce réseau représente la participation de 18 femmes (T)
4 14 événements (L) aux Etats-Unis observée pendant une durée de 9 mois en 1930. Bien
que ce jeux de données soit petit, il est intéressant car il a été largement étudié par des

sociologues pour comprendre comment les groupes sociaux se forment et évoluent [Gre97,
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Fre03]. Dans cette étude, nous utilisons la partition trouvée dans la littérature comme

vérité de terrain a laquelle nous confrontons le résultat de quatre algorithmes.

20 newsgroups [Lan95] Ce jeu de données est un enregistrement d’environ 50000
posts soumis par 30000 utilisateurs (L) & travers 20 groupes de discussion (T). La vérité
de terrain est donnée ici par la sémantique des sujets de chaque groupe de discussion,
par exemple les groupes de discussion traitant de Sciences sont regroupés dans la méme

catégorie (sci.crypt, sci.electronics, sci.med, sci.space).

20 newsgroups Southern Women

1.00 .
0.75 =1 —
.
.
£ 0.50
0.25
.
0.00 —_ .

ComsimInfomap Louvain IpBRIM  ComsimInfomap Louvain IpBRIM
(a) NMI

20 newsgroups Southern Women

1.00 ‘

F1 score
o
w
=)

0.25

0.00

ComsimInfomap Louvain IpBRIM  ComsimInfomap Louvain IpBRIM

(b) score-F1

FIGURE 5.3: Evaluation de la qualité des partitions détectées par les algorithmes sur
20 newsgroups et Southern Women a Paide de la NMI (Equation 3.27) et du score-F1
(Equation 3.30).

La Figure 5.3 montre les résultats de COMSIM et des trois algorithmes de réfé-
rence pour ’évaluation de la détection de communautés sur des réseaux bipartis, décrite
Section 5.2. Tous les algorithmes ont été exécutés 100 fois sur Southern Women et 20

newsgroups. Les boites a moustaches donnent les valeurs maximales, minimales et les
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moyennes. Afin de comparer les communautés de la vérité de terrain a celles détec-
tées par chaque algorithme, nous utilisons premiérement la NMI (Equation 3.27). La
Figure 5.3(a) révele que pour les deux jeux de données, COMSIM est 1'algorithme qui
propose en moyenne la partition la plus similaire & la partition donnée par la vérité de
terrain. On remarque que Infomap et LPBRIM retrouvent de bonnes partitions pour 20
newsgroups et Louvain de bonnes partitions pour Southern Women. Il est intéressant de
noter que Infomap ne parvient pas du tout a détecter les communautés attendues dans

Southern Women.

Une examination manuelle des résultats de Infomap dévoile que ’ensemble des
femmes de Southern Women sont en fait regroupées dans une seule communauté, ce
qui est bien capturée par la NMI (NM1T = 0). A I'inverse dans 20 newsgroups, chaque
sommet est placé dans une communauté différente, ce qui est complétement surestimé

par la NMI (NM1I = 0.7643).

Afin d’apporter un second point de vue, nous utilisons également le score-F1 (Equa-
tion 3.30), une métrique classique pour évaluer la performance des prédictions d’'un al-
gorithme (voir Section 3.3.1). La Figure 5.3(b) montre de nouveau que COMSIM est le
meilleur algorithme pour les deux jeux de données, en moyenne. Curieusement, pour cette
meétrique, Louvain semble identifier de bonnes partitions en moyenne sur les deux jeux
de données. Finalement, il semblerait que COMSIM soit capable de proposer des com-
munautés cohérentes vis-a-vis des communautés de la vérité de terrain de ces réseaux
bipartis. La prochaine section s’intéresse a étudier le comportement de ’algorithme sur

des réseaux de grande taille.

5.2.2 Sur un réseau social d’Internet

Afin de tester la performance de notre algorithme en terme d’efficacité et de qualité, nous
nous appuyouns sur un large jeux de données extraits de IMDb (Internet Movie Database).
Ce jeu de données [MDPT11] représente un réseau biparti composé de 118 258 acteurs
(L) ayant joué dans 122 131 films (T) entre les années 1980 et 20132,

La Table 5.1 présente la performance en termes de temps d’exécution et de pic
de mémoire pour les quatre algorithmes sur les trois jeux de données. On peut voir que
Louvain reste le plus efficace en terme de temps et de mémoire, il est seulement un peu
plus lent sur le plus petit jeu de données. Cependant, il est important de noter que la
performance de Louvain Table 5.1 a été enregistré aprés la T-projection. Cela veut dire

qu’une partie de la charge de calculs liée & la fonction 8 n’est pas prise en compte, ce qui

3Pour une analyse homogéne, nous avons retiré les séries et les documentaires de cette période et
gardé seulement les 7 premiers acteurs listés dans le casting
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Southern women 20 newsgroups IMDb
|T|/]L]|/liens 18/14/89 20/30K /42K 122K/118K /531K
CoMSIM 1.7 ms / 11.5 MB 1.1s /30 MB 33.5s / 591.6 MB
Infomap 13ms /10.7MB 951 ms / 6.3 MB  100s / 374 MB
Louvain 11ms/6.5MB 86ms/101MB 21s /43 MB
LPBRIM 6.7s /6.1 MB 74.2's / 59.7TMB -/-

TABLE 5.1: Performances en termes de temps d’exécution et de pic de mémoire des
quatre algorithmes.

n’est pas le cas pour les autres algorithines et donc avantage ’approche de Louvain. Sur
IMDb en particulier, COMSIM est trés proche de Louvain en terme de temps et trois fois

plus rapide que Infomap.

Les résultats ci-dessus montrent que notre algorithme est capable de passer a
I’échelle de grands réseaux mais n’éclairent pas sur la qualité des communautés dé-
tectées. Contrairement & la section précédente ol une vérité de terrain était disponible,
aucune étude n’a été conduite sur IMDb proposant une partition possible des nceuds du
réseau. Il n’est donc pas possible d’utiliser ici la NMI ou le score-F1 pour comparer les

algorithmes®.

Afin d’évaluer la qualité des communautés détectées, nous reprenons la proposition
faite dans [YL15] ou les auteurs introduisent deux mesures d’évaluation interne (voir
Section 3.3.2), la densité interne et la séparabilité, qui tentent de quantifier la pertinence
d’une communauté en terme de connectivité. Plus précisément, la conmnectivité de la
structure de chaque communauté est examinée afin d’observer comment sont réparties

les arétes entre les sommets de la communauté.

Plus formellement, on note P la partition des sommets T, C; € P une communauté

de P et C; = |J Nt(u) ensemble des sommets L induits par le voisinage de C;. On
ueC;

note également m¢, comme étant le nombre d’arétes entre C; et C; (le nombre d’arétes
interne & C; dans le graphe biparti d’origine) et mg; comme étant le nombre d’arétes
entre C; et C; (le nombre d’arétes externes a C;), out j # i. Nous redéfinissions donc les

Equations 3.32 et 3.33 pour les graphes bipartis :

e .. , mcq.
e Densité interne d’une communauté C; : W
i (3
e Séparabilité d’'une communauté Cj : S -
mcierc—i

La Figure 5.4 présente la distribution de la densité interne (Figure 5.4(a)) et de la
séparabilité (Figure 5.4(b)) des communautés selon leur taille et pour les trois algorithmes

(CoMSIM en haut, Louvain au milieu et Infomap en bas). Ces résultats montrent que

4Puisque LPBRIM ne passe pas a I’échelle sur IMDb, nous ne le mentionnons pas par la suite.
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FIGURE 5.4: Ces nuages de points montrent la relation entre les propriétés des com-
munautés (en terme de densité interne et de séparabilité) et leurs tailles pour ComMSim
(haut), Louvain (milieu) et Infomap (bas) sur IMDb.

Infomap, pour la plupart des communautés détectées, ne parvient pas & retrouver des
communautés cohérentes du point de vue sens de leur connectivité. En réalité, bien que
la plupart des communautés ont de trés hautes valeurs pour ces deux propriétés, elles
concernent seulement les communautés de petite taille. Mais pour les communautés de
grande taille, les indicateurs chutent. Ceci est particuliérement visible sur la Figure 5.4(a),
ot 'on peut voir deux parties distinctes sur la distribution. A cet égard, il est frappant
de remarquer que la plus grande communauté identifiée par Infomap réunit plus de 46%
des neeuds du réseau. La méme observation peut étre faite pour Louvain mais dans une
moindre mesure avec une communauté impliquant 29% des noeuds. Comparé a Louvain
et Infomap, CoMSIM détecte des communautés plus équilibrées en terme de taille. La
plus grande communauté est plutdt petite (seulement 1% des nceuds) tandis que la
densité est comparable a celle de Louvain (voir Figure 5.4(a)). Cependant, concernant la
séparabilité, les valeurs sont faibles comparées & Louvain, ce qui indique que la qualité

des partitions pourrait étre améliorée pour cette propriété.

Finalement, ces quatre indicateurs permettent d’évaluer la qualité d’une commu-
nauté par rapport aux arétes internes et externes, et donc ils se rapportent & la densité
structurelle. Toutefois, notre intuition de départ est de produire des communautés qui
soient cohérentes dans un sens plus large, sans obligatoirement se rapporter & un critére
de densité. Dans la section suivante, nous nous aidons d’attributs disponibles sur les
sommets pour évaluer, de maniére non-structurelle, les communautés détectées par les

algorithmes.
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5.2.2.1 Homogénéité des communautés détectées

Dans la section précédente, nous avons analysé deux propriétés structurelles des commu-
nautés détectées par trois algorithmes. Afin d’étudier plus finement les résultats fournis
par ces algorithmes, nous construisons une évaluation qualitative qui s’appuie sur les

attributs des films.

En effet, il est possible d’attribuer & chaque film du réseau un ou plusieurs genres,
pays ou langues grace aux données de IMDb. Ces informations supplémentaires per-
mettent d’organiser les films autour de certaines ressemblances ou catégories, la trame
narrative pour le genre, le lieu de production pour le pays, le langage employé pour la
langue. Une catégorie prise individuellement peut étre incluse dans un graphe triparti qui
est construit en ajoutant, au graphe biparti initial, un troisiéme niveau (voir I’ensemble
V3 sur la Figure 5.5). Ce dernier consiste en un nouvel ensemble de sommets donnés par
les attributs d’une catégorie et en un nouvel ensemble d’arétes reliant les attributs aux
films concernés. Par exemple, la catégorie “Genres” a comme attributs drame, comédie,

documentaire, aventure, science-fiction, etc.

Un graphe triparti est noté T = (V1, Va, Vs, E7) ot Vi, Va, V3 sont les ensembles du
niveau 1, 2 et 3 respectivement et Ep C (V) x Vo) U (Vo x V3) est 'ensemble des arétes
reliant les sommets de ’ensemble V7 aux sommets de ’ensemble V5 et les sommets de
I’ensemble V5 aux sommets de I’ensemble V3. Ici nous considérons seulement les arétes
entre deux niveaux consécutifs, soit Fpr C Vi xVy et Epn C Vo x V3 avec Ep = Epr U Epn
(voir Figure 5.5).

Ainsi, le jeu de données de IMDb peut étre modélisé par un graphe triparti T =
(V1, Vo, V3, Ep) dans lequel les sommets de Vi, Vo et V3 sont respectivement les acteurs,
les films et les attributs d’une catégorie choisie. Une aréte dans Ep C Vi x V5 représente

un acteur jouant dans un film, une aréte dans Epr C Vo X V3 représente un film ayant

\h
N \N

Ficure 5.5: Exemple d’un graphe triparti T = (V4,V5,V5,Er) avec Vi =
{1,2,3,4,5,6}, Vo = {A,B,C,D,E} et V3 ={«, 3,7,0,¢,(}.

un attribut.
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Afin d’évaluer la qualité des communautés détectées par COMSIM, Louvain et Info-
map, nous nous appuyons sur 'indice de Herfindahl-Hirschmann [Rho93|, une métrique
provenant de la microéconomie qui mesure la concentration ou le degré de monopole du

marché. Elle est noté : .
IHH =) s}
i=1

oll n est le nombre d’entreprises et s; la part du marché de ’entreprise ¢. Le marché est
dit concurrentiel lorsque IH H tend vers 1/n et a 'inverse IHH tend vers 1 lorsque le

marché est monopolistique.

Afin de rendre cet indice compatible & notre contexte, nous proposons un score
d’homogénéité qui permet de rendre compte de 'homogénéité des attributs dans une
communauté constituée de films. Cette métrique se base sur le formalisme des graphes
pour calculer & quel point les films d’une communauté ont des attributs similaires (valeur
de 1) ou des attributs différents (valeur proche de 0). Pour une communauté C; C V5,

elle est définie par :

)= ¥ (Meegs Sy (1)
a€N3(C;) !

avec

Ns(u) = {a € V3|{u,a} € Epn} pour u € V;

N3(C;) = Uc N3(u) = {a € V3|3u € C;, {u,a} € Epr}
ucC;

d3(u) = [{a € Vsl{u, a} € Eqn}]

d3(Ci) = > uec, d3(u)

Ainsi, pour chaque attribut présent dans une communauté, on calcule la fraction
de films de cette communauté ayant cet attribut parmi ’ensemble des attributs présents

dans la communauté.

Un score d’homogénéité élevé indique donc que les attributs liés aux films d’une
communauté sont répartis de facon homogéne. Toutefois, nous souhaitons obtenir un
score d’homogénéité pour chaque attribut d’une catégorie et ainsi déterminer si les al-
gorithmes de détection de communautés regroupent les films par attributs. Pour cela,
nous calculons, pour un attribut donné a;, la moyenne des scores d’homogénéité parmi

I’ensemble des communautés ayant au moins un film avec cet attribut a; (voir Figure 5.6).

La Figure 5.6(b) montrent que COMSIM est Ialgorithme qui crée les communautés

les plus homogénes pour la catégorie Genres. Sur la Figure 5.6(a) méme si Louvain parait
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FIGURE 5.6: Scores d’homogénéité normalisés par attribut pour les catégories Pays et
Genres.

meilleur que COMSIM pour la plupart des attributs, en vérité sa moyenne est de 0, 7084
alors que COMSIM a une moyenne de 0,7406. Cet écart peut étre expliqué par le fait
que COMSIM identifie plus de communautés de petite taille que Louvain, ce qui tend &
créer une plus forte homogénéité. A Iinverse, Infomap identifie plutot des communautés
de trés grande taille, ce qui signifie par conséquent que ces communautés ne sont pas

homogeénes car elles sont constituées de films avec des attributs trés différents.

Nous observons également que certains attributs, comme “USA”, “Inde” et “Hong-
Kong” de la catégorie Pays (Figure 5.6(a)) ou “Drama” et “Adult” de la catégorie Genres
(Figure 5.6(b)) sont attachés & des communautés trés homogénes. En effet, il est fréquent
que les acteurs Américains, Indiens ou d’Hong-Kong collaborent dans des films avec
d’autres acteurs de leurs pays. Il en va de méme pour la catégorie Drames et Adultes.
En d’autres termes, les communautés détectées par COMSIM et Louvain semblent étre
constituées de films qui ont tendance & partager des attributs similaires. Globalement,
ces communautés sont homogeénes dans ce sens et permettent de mettre en perspective
des mécanismes sous-jacents liés & 'organisation des films et & la collaboration entre

acteurs par exemple.

On peut alors se demander comment expliquer les différences entre les algorithmes
et leurs résultats. CoOMSIM et Louvain semblent étre comparables en termes de densité
interne et d’homogénéité et générent tout deux une nouvelle structure grace a la fonction
de similarité 0, ce qui n’est pas le cas de Infomap. Louvain et Infomap ont comme
point commun d’identifier des communautés de grande taille, & I'inverse de COMSIM qui
identifie des communautés de petite taille. En prenant en compte ces différents points,

il serait intéressant d’établir un lien entre les résultats obtenus et les caractéristiques
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des algorithmes. Une premiére hypothése est que la fonction de similarité 8 joue un role
important dans ’homogénéité des communautés car elle est responsable de la projection

du graphe, et donc de la modification de sa structure.

5.3 Discussion

Dans cette étude, nous proposons COMSIM, un nouvel algorithme pour la détection de
communautés dans les graphes unipartis, bipartis et k-partis. Cette approche génére une
partition de nceuds en s’appuyant sur la similarité entre les nceuds du réseau pour créer
un graphe pondéré. A partir de ce dernier, COMSIM cherche & trouver et maximiser les
cycles dans les relations entre les nceuds. Ceci définit les coeurs de communautés qui sont

enrichis avec d’autres nceuds lors de la deuxiéme étape de ’algorithme.

Nous avons implémenté et appliqué cet algorithme sur 3 jeux de données bipartis
et nous avons comparé les partitions générées avec celles proposées par trois algorithmes
standards de détection de communautés, Louvain, Infomap et LPBRIM. Les résultats
montrent que, sur des petits réseaux pour lesquels nous connaissons les bonnes partitions,

COMSIM est 'algorithme qui géneére les meilleures communautés.

De plus, COMSIM a prouvé étre capable de passer a 1’échelle sur un jeux de données
d’Internet avec un temps d’exécution proche de Louvain. Nous avons pour cela étudié les
partitions générées par COMSIM, Louvain et Infomap. Nous montrons que les commu-
nautés détectées par COMSIM sont plus équilibrées en termes de taille, tout en conservant
des indicateurs qualitatifs raisonnables et comparables & ceux de Louvain par exemple.
Afin d’affiner ’évaluation sur ce jeu de données, nous avons cherché & montrer que COM-
SIM permet aussi de détecter des communautés homogénes en utilisant des attributs
disponible sur les nceuds. A I'aide d’une métrique baptisée score d’homogénéité, nous

avons montré que COMSIM tend & regrouper les nceuds qui ont des attributs similaires.

Par ailleurs, il aurait été possible de confronter COMSIM avec d’autres algorithmes
de la littérature, par exemple biSBM [LCJ14] méme s’il n’est pas totalement adapté a
ce contexte car il nécessite de fournir un nombre de communautés attendues.
En fin de compte, cette étude propose une approche pertinente pour la détection de
communautés en se focalisant sur des propriétés généralement peu utilisées. Ceci pourrait

mener a une étude plus approfondie pour un travail futur.

Le présent travail a donné lieu 4 une communication pendant la journée d’étude
Thyrex (Fondements théoriques des réseaux mulitplexes) et & un article accepté a la

conférence ComplexNetworks 2017.
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FIGURE 6.1: Tllustration d’un réseau (Yelp) multi-couches.

Une communauté est définie comme un groupe de sommets plus densément connec-
tés en interne que vers le reste du réseau (voir Chapitre 3). Le but de la détection de
communautés est d’identifier de tels groupes. Une littérature abondante existe sur le
sujet [Forl0]. Cependant, de nombreux réseaux réels tels que des réseaux de communi-
cation, sociaux, d’infrastructures ou biologiques, peuvent étre modélisés par des réseaux
multi-couches [BPPT10]. Un réseau multi-couches est composé de plusieurs réseaux in-
terdépendants ou chaque couche représente un type d’interaction. De plus, un sommet
dans une couche dépend des sommets dans les autres couches. Par exemple, un réseau so-
cial basé sur les lieux tel que Yelp peut étre représenté par un réseau multi-couches (voir
Figure 6.1) dans lequel une couche contient les clients connectés par des liens sociaux et
une seconde couche contient des lieux connectés par des liens de proximité (géographique,
thématique ou autre). Les liens de couplage, ou liens bipartis, connectent des clients aux

lieux qu’ils ont visités.

La détection de communautés dans les réseaux multi-couches est un probléme de
recherche important. Les communautés de ces réseaux peuvent permettre d’identifier des
groupes cohésifs et de révéler des interactions complexes entre des sommets de types
différents et des liens hétérogénes. Elles peuvent aussi servir & résoudre des problémes de
fouille de données tels que la prédiction, la recommandation, la recherche contextuelle,
etc. [LSCT09].

La détection de communautés dans les réseaux multi-couches pose de nouvelles
questions car les communautés cherchées peuvent contenir un seul type de sommets
ou plusieurs. La plupart des études récentes se sont concentrées sur les réseaux mul-
tiplexes [MRM*10, KM15| dans lesquels toutes les couches possédent les mémes som-
mets mais chaque couche correspond & un type d’interaction. Dans ce contexte, cer-
taines approches proposent de nouvelles métriques pour mesurer la qualité des com-

munautés [MRM™10] alors que d’autres utilisent des marches aléatoires [KM15] ou des
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techniques de recherche de motifs fréquents [BPC13] pour obtenir des groupes struc-
turellement similaires. En général, la plupart des approches mentionnées transforment
le probléme en celui de détection de communautés dans un réseau mono-couche en se
basant sur le fait que les liens entre les couches ne connectent que les copies d’'un méme
sommet. Dans le cas multi-couches, le fait que les sommets soient différents sur chaque
couche et que les liens entre ces couches (appelés liens de couplage) aient une signification

plus large empéche d’utiliser les méthodes développées dans le cas multiplexe.

Malgré tout, ce probléme n’est pas sans solution et différentes études s’y sont atta-
quées en utilisant des méthodes telles que les processus de Dirichlet [STHT14], la factori-
sation de tenseurs [LSCT09], le clustering de sous-espaces [DFVN14], la factorisation de
matrices non négatives [CZGT13], etc. Cependant, la plupart de ces approches ont des
limitations. Tout d’abord, certaines ne s’appliquent que sur des réseaux multi-couches
spécifiques (par exemple, en étoile [STHT14|). Certaines encore imposent de détecter
des communautés contenant différents types de sommets [LSCT09]| ce qui introduit une
limitation. D’autre part, le nombre de communautés & détecter doit souvent étre fixé
a priori pour la plupart d’entre elles [LSCT09, DFVN14| ce qui limite leur capacité a
découvrir I’ensemble réel des communautés. Enfin, aucune méthodologie pour créer des
réseaux avec des communautés artificielles n’est disponible, ce qui est pourtant souvent

essentiel pour évaluer ce type d’algorithmes.

Des travaux récents se sont tournés vers le développement d’'une modularité pour
les réseaux hétérogeénes. Par exemple, la modularité composite [LLMW14| évalue la mo-
dularité d’un réseau avec différents types de relations en intégrant les modularités des
réseaux associés a chaque type de relation. Cependant, cette modularité composite ne
peut trouver que des communautés contenant un type de sommets. A 'opposé, la mo-
dularité proposée dans [STL'15] pour des réseaux de génes et d’interactions chimiques
ne parvient pas & utiliser les liens de couplage pour caractériser les communautés. Pour
résumer, ’état de ’art ne parvient pas a ’heure actuelle & proposer des méthodes qui
(a) n’ont pas de parameétre externe a fixer tel que le nombre de communautés et (b)
ne sont pas dédiées a trouver des communautés ne contenant qu’'un type de sommet
ou au contraire des sommets de tous les types. Développer une modularité évitant ces

problémes peut donc étre un premier pas dans cette direction.

Dans ce chapitre, nous proposons un algorithme de détection de communautés
pour les réseaux multi-couches capable de détecter des communautés comprenant a la
fois un ou plusieurs types de sommets selon la structure du réseau et sans connaissance
a priori du nombre de communautés. Notre travail est structuré comme suit : nous
définissons tout d’abord la notion de réseau multi-couches et spécifions formellement

le probléme de la détection de communautés (Section 6.1). Ensuite, nous proposons
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FIGURE 6.2: Configurations avec deux types de communautés, communauté multi-
couches et communautés mono-couches.

et évaluons une méthodologie pour construire des réseaux multi-couches synthétiques
avec une vérité de terrain (Section 6.2). La contribution principale est la proposition
d’une modularité Qs pour caractériser la qualité de communautés dans ce contexte.
Nous proposons deux algorithmes simples pour 'optimiser GN-Qj; et Louvain-Q s
qui intégrent I'index de modularité Qs (Section 6.3). Puis nous évaluons la pertinence
de la modularité (Section 6.4) et les performances des algorithmes contre 1’état de l’art
avec des expériences controlées sur des réseaux synthétiques (Section 6.5) ainsi que sur
des données empiriques (Yelp et Meetup) afin de montrer que les algorithmes proposés

obtiennent de meilleures performances que I’état de 'art (Section 6.6).

6.1 Représentation et résolution du probléme

Un réseau multi-couches est un couple G = (Gy,Gg) ou Gy = {L; : i € {1,2,...,M}}
est un ensemble de M réseaux unipartis (appelés couches de G) et Gg = {L;; : i,j €
{1,2,...,M},i # j} est un ensemble de réseaux bipartis contenant des sommets des
couches et des liens entre eux. Pour chaque couche L; = (V;, E;), V; et E; sont respecti-
vement les ensembles de sommets et les liens intra-couches présents dans L;. De méme,
L;; est un triplet (V;,V}, Ey;) ou {Eij C {Vi x V;} ¢ 4,5 € {1,2,...,M},i # j} est

I’ensemble des liens de couplage entre les couches L; et L;.

Définition : une communauté C dans un réseau multi-couches G est définie comme
un groupe cohésif (Cyy,Cg) de G contenant des sommets d'une ou plusieurs couches ainsi
que tous les liens ayant leurs deux extrémités dans le groupe. Formellement, Cy et Cp
sont définis par Gy = {LY = (VC,ES) : V¢ C V,,EY = {E;n (VE x VO)},i €
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{1,2,...,M}} et Cg = {L§; = (V;©,VF,ES) : VE CV;, VE CV;, ES = {Ei; N (VE x
VO e{1,2,..., M},i # j}.

Les communautés dans un réseau multi-couches G sont de deux types (voir Fi-
gure. 6.2) : (a) des communautés multi-couches contenant des sommets de plusieurs
couches; pour lesquels Cg # 0; (b) des communautés mono-couches pour lesquelles
Cg=0.

Le probléme de la détection de communautés multi-couches consiste & partitionner
le réseau G en un ensemble de groupes disjoints Cq, Co,...,Ck qui couvre les sommets
de G de sorte que chaque groupe C; soit composé de sommets fortement connectés entre

eux et peu vers I’extérieur.

Les problémes principaux sont (a) de gérer des réseaux multi-couches contenant
différents types de liens et de sommets avec des densités variables et (b) de détecter
a la fois des communautés mono-couches et multi-couches sans paramétre additionnel.
Le probléme peut bien entendu étre généralisé au cas des communautés recouvrantes,

dynamiques, etc. comme dans le cas des réseaux unipartis.

6.2 Données

6.2.1 Génération de réseaux artificiels

Nous proposons ici une méthodologie pour générer des réseaux multi-couches aléatoires
avec vérité de terrain en utilisant le modéle LFR [LFRO8]. Différents paramétres sont
utilisés pour générer différents types de réseaux. Le réseau contient M couches, la couche
L; ayant N; sommets (N; = |V;|) avec un degré moyen (k;). Le paramétre a régule la

proportion de liens de couplage vs liens intra-couches. La génération suit trois phases :

Phase A. Communautés mono-couches : Les communautés de chaque couche
sont générées avec LFR. Chaque couche L; a N; sommets et les distributions de degrés et
de taille de communautés suivent une loi de puissance d’exposants y; et §; respectivement.
Le parameétre de mélange u; de LFR est fixé de sorte a avoir |C;| communautés dans la

couche L;.

Phase B. Communautés multi-couches : Les communautés z; € C; de L; et
zj € Cj de Lj créent la communauté multi-couches z;;. Si |C;| et |C;| correspondent au
nombre de communautés dans les couches L; et L; respectivement, |C.| = min{|C;|, |C;|}

est le nombre maximum de communautés multi-couches. Nous construisons (|Cc| x «)
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communautés multi-couches en combinant des communautés mono-couches L; et L;.

Chaque communauté xz;; peut ainsi contenir une ou plusieurs communauté mono-couche.

Phase C. Liens de couplage : Enfin, nous créons des liens de couplage entre les
couches L; et L; avec une densité d;;. La fraction p représente le parameétre de mélange
pour les communautés multi-couches. Nous distribuons (N; x N; x d;;) liens de couplage
entre les couches L; et L;, puis nous recablons ces liens de sorte qu'une fraction p de
ces liens soient dans les communautés multi-couches et une fraction 1 — p connecte des

communautés différentes.

Afin de savoir si les réseaux artificiel sont pertinents, nous procédons en trois

étapes :

1. Nous générons des réseaux artificiels en faisant varier p, a et p.

2. Nous appliquons les méthodes de ’état de ’art pour détecter des communautés
multi-couches [LSCH09, LLMW14] sur ces réseaux en comparant leurs résultats a

la vérité de terrain.

3. Nous concluons que les réseaux artificiels sont pertinents uniquement si les com-
munautés détectées & ’étape 2 sont cohérentes avec la vérité de terrain générée &

I’étape 1.
Les algorithmes utilisés dans I’étape 2 sont :

e MetaFac [LSCT09] : cet algorithme détecte des communautés via une factorisation
de tenseurs et nécessite de connaitre le nombre de communautés a priori'. De plus,
il ne peut détecter que des communautés contenant au moins un sommet de chaque

couche.

e CompMod [LLMW14] : cet algorithme maximise la modularité composite qui est

une combinaison des modularités des différentes couches.

Nous validons les résultats en comparant les communautés obtenues et les communautés
de la veérité de terrain en utilisant 'information mutuelle normalisée (NMI) [DDGDAO5].

La validation de I'étape 3 est faite de la maniére suivante :

Variation de p : sur les figures. 6.3(a) et 6.3(b), nous augmentons le paramétre
de mélange u (aussi noté mu dans certaines figures) pour dégrader la qualité des commu-
nautés. Quand p augmente, la NMI diminue pour les deux algorithmes, indépendamment

de « et p, ce qui signifie que les communautés de terrain se dégradent comme espéré.

'Dans nos expériences nous faisons varier ce nombre de 2 & 50 et indiquons les résultats correspondant
a la plus grande similarité avec la vérité de terrain.
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Variation de p : de méme les figures 6.3(c) et 6.3(d) s’intéressent & p qui régule
la cohésion des communautés multi-couches. Comme attendu, la NMI augmente avec p
pour les deux algorithmes. La pente est plus prononcée pour des valeurs de « plus élevées

du fait de 'augmentation du nombre de communautés multi-couches.

10
|
1.0

NMI
0.4 0.6
]
o ad
NMI
0.4 0.6
| |
/l::)/.f

- . |Op=02 -
1O p=0.2 —— CompMod clOp=0.4 —— CompMod
. |Op=04 —— MetaFac . |$Op=06 —— MetaFac
© T T T T T c T T T T T
0.0 0.2 0.4 0.6 0.8 0.0 0.2 0.4 0.6 0.8
(a) mu, alpha =0.4 (b) mu, alpha =1.0
g s o O
. 8—9—8———%7‘/§ o 8——9< —
o/d/ — o o—
3 — S <> <>/
= — S
=z « | <> = . @/3/
« | O mu=0.2 . | O mu=02
S /O mu=04| — CompMod |0 mu=04| —— CompMod
. |Omu=06| —— MetaFac . | O mu=06|| — MetaFac
© T T T T T S T T T T T
0.0 0.2 0.4 0.6 0.8 0.0 0.2 0.4 0.6 0.8
(c) p, alpha=0.4 (d) p, alpha=1.0

FIGURE 6.3: Variations de NMI en fonction de i et p pour ‘CompMod’ et ‘MetaFac’

sur des réseaux a 2 couches avec 100 sommets sur chaque couche, générés avec un degré

maximum k!, .. = 10, un degré moyen (k;) = 6 et une densité des liens de couplage
d=0.07.

Dans les deux cas la pertinence des communautés de terrain est en accord avec

I'intuition, le modéle semble donc suffisamment pertinent pour les études suivantes.
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6.3 Deéveloppement d’algorithmes de détection de commu-

nautés

Dans cette section nous allons tout d’abord proposer une modularité spécifique aux
communautés multi-couches QQp; puis nous montrerons qu’il est possible d’adapter les
algorithmes classiques & Qs pour obtenir des algorithmes efficaces pour la détection de

communautés multi-couches.

6.3.1 Propriétés souhaitables

Comme indiqué dans la Section 6.1, nous pouvons observer deux types de communautés
dans les réseaux multi-couches (voir Figure. 6.2), (a) des communautés multi-couches et
(b) des communautés mono-couche. Les propriétés souhaitables pour une communauté
multi-couches C' = (Cy,Cp) de G (ou Cg # () sont :

PropriétéX! : le groupe de sommets dans chaque couche et inter-couche (L{'s et

L%s) devrait étre cohésif.

Propriété*? : les liens de couplage dans Licj € Cp devraient étre nombreux entre
LY (ie. V&) et LS (e V).

De méme, une communauté mono-couche idéale C' = (Cy,Cp) de G (ou Cp = 0)

devrait avoir les propriétés suivantes :

Propriété®! : C devrait étre cohésive dans la couche L; a laquelle elle appartient
(i.e. Cy = Ll-C C L;).

PropriétéS? : les sommets dans LZ-C (i.e. V;C) devraient étre peu connectés aux

autres couches L;.

6.3.2 Modularité multi-couche

La modularité classique de Newman-Girvan [New06b] Q = 5 1.7 (Aij — Pij)o (i, ¥5)
oll m est le nombre de liens du réseau, i,5 € V3 UV, sont les paires de sommets du
réseau, v; est la communauté de i et §(1);, ;) vaut 1 si et seulement si 1p; = 1);. A;; est
la matrice d’adjacence de G. Enfin P;; est la probabilité d’existence d'un lien entre i et

j si les liens sont placé aléatoirement (généralement appelé modéle nul).

Soit un réseau a deux couches G = {{L1, La},{L12}} ou Ly = (Vi, E1) & Lo = (Va,

Es) sont les couches et L1g = (Vi, Vo, E12) est le graphe biparti connectant ces couches.
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Dans un réseau multi-couches les liens d’une couche L; sont intrinséquement différents
de ceux d'une autre couche L;, ce qui se reflete dans les propriétés des couches. Cette
observation nous incite & dissocier les modéles des différentes couches et de proposer la

modularité suivante :

1
Qu = 5 Z{(Aij — Pij)d(ti, i)} o
ij

Pl siieVietjeW (6.1)

Pj=q P} siicVyetjcVy

PP si(ieVietjeVy) V (i€VaetjeVi)

Dans la suite nous calculons les termes Pé, PZ%

type de communauté puis nous les assemblons pour définir Q.

12 P A
et Pij séparément pour chaque

6.3.2.1 Communautés multi-couches

Toute communauté multi-couches C' est composée de trois parties, celles correspondant
aux deux couches (L{, LS) et celle de linter-couche (L%). La modularité classique
permet de calculer Pilj7 PZ% directement : Pé = (h; * hj)/2|E1| (pour LY) and PZ% =
(hi* hj)/2|Es| (pour LS) ot h; (respectivement h;) est le nombre de liens du sommet i
(respectivement 5) & I'intérieur d’une couche (soit L ou LY). Pour la partie inter-couche
(dite de couplage ou bipartie) L%, la probabilité d’existence d’un lien de couplage entre @
et j dépend des degrés de couplage ¢; et ¢; : P}f = (¢i*¢j)/ | E12| (comme dans [Bar07]).
Ces modeles respectent la PropriétéX! introduite dans la Section 6.3.1.

Chaque communauté multi-couches C est représentée par {{L{, LS}, {L{}} ot
Llc et Lg sont les sous-groupes avec les liens de F et Es respectivement et L% de Fio.

En substituant P;; dans Equation 6.1 on obtient :

Q5 = { Yo (A —T) +
31 2[5 ijEVINC 2|E|

1 (Ci * Cj)
7ol Z (Aij — W)JF (6.2)

| Bz i€ViNC,jeVanC
A — J
2|Es| Z (A 2| Bs| )
i,jeVanC

Dans le cas des communautés multi-couches, si ¢ € C n’est connecté avec aucune

autre couche (le degré de couplage ¢; = 0), nous utilisons son degré intra-couche h; au lieu
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de ¢; pour calculer PZ-J-Q. Cela permet de pénaliser les sommets des communautés multi-
couches C qui ne sont connectés qu’a des sommets de la méme couche. Cette modification
du modéle nul Pff satisfait la propriété PropriétéX2. En conséquence, 'Equation 6.2 peut

étre écrite comme :

%= |s{amr, X s-Gmd -

’i,jevlﬂc
1 (di*d;)
Aij = 7 + (63
zuhy+2Eﬂ+-Em|m%mg%wﬂc(’f DB+ 2B +1Ea]) (63
Ay — =
2Wﬂuz:(13 ZWﬂ)
1,7€VanC

o pour chaque sommet i, ¢/; = ¢; si ¢; > 0 et ¢/; = h; sinon.

6.3.2.2 Communautés mono-couches

Dans une communauté mono-couche C' tous les sommets appartenant soit & Ly soit & Lo,
les modéles nuls valent P% = (hixh;)/2 |Eq] et PZ% = (hixhj)/2|Es| d’aprés [New06b]. Ces
modeéles satisfont la Propriété®!. Pour chaque communauté mono-couche C, on substitue

P;; dans Equation 6.1 pour obtenir :

Q5 = 3{2|E1| . (A”_?|El|)} (6.4)

i,jeVlﬂC

Il peut y avoir de nombreux sommets dans C' connectés a d’autres couches par
des liens de couplage en contradiction avec la Propriété®2. Pour pénaliser cela pour un
sommet ¢ dans une communauté C' avec un degré de couplage ¢; on ajoute ¢; et h; pour

estimer le modéle nul ce qui donne :

1 1 MHwQMh+o)}

C ] ]

Q= s > (Ay-— 6.5

3{2|E1| + B2 (4 2By | + | Bzl ) (6:5)
ijevine

Enfin, en combinant tout, nous obtenons
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QMZEHZC { 1 Z (Aij_(hi+00k*ci)*<hj+90k*cj))+
3 — 2|Eq| + b, * | Er2| VNG 2|Eq| + b, * |E12]
1 (A — (ci*d;) )+
2|E1| + 2| Es| + | Er2| VNG Tevne Y 2|Ey| 4+ 2|Ea| + |Er2|
1 3 (Aij_(hz‘+90k*Ci)*(thr@ok*Cj))}
2|E2|+90k*’E12| ) 2’E2‘+(90k*‘E12|

Z,jGVQﬂC}C
(6.6)

ol n¢ est le nombre total de communautés et ¢, indique le type de la communauté C,.
Oc,

plus un des termes de Equation 6.6 est non-nul.

. vaut 1 si Cj, est mono-couche et 0 sinon. Pour une communauté mono-couche, au

Les calculs précédents ont été effectués avec deux couches mais ils se généralisent
s . . L(L—1 .
sans probléme & plus de couches. Par exemple, si le réseau a L couches et % relations

de couplage, il y aurait autant de termes de modularité mono-couches ou inter-couches.

6.3.3 Algorithmes d’optimisation

Nous nous basons sur deux algorithmes de 1’état de 'art pour détecter des communautés
sur des réseaux classiques, Girvan-Newman [NG04| et Louvain [BGLLO§| qui optimisent
tous deux la modularité classique |[New06b|. Nous substituons la modularité classique par
notre nouvelle modularité @p; pour obtenir GN-Q s et Louvain-Q)y; respectivement.
Bien que les algorithmes originaux ne soient pas capables de distinguer les différents
types de sommets et liens dans le réseau multi-couches, du fait de ’adaptabilité de
Qurr, GN-Qys et Louvain-Q)s devraient étre capables de détecter les différents types
de communautés. D’une certaine maniére, (Qp; fonctionne comme un correctif pouvant
transformer n’importe quel algorithme d’optimisation de la modularité au cas multi-

couches.

Algorithme 3 : GN-Q
Input : Un réseau multi-couches G tel que défini Section 6.3.2 ou
E=F UFE;U Eqs.
Output : Q) maximum de G et communautés.
Calculer la centralité d’intermédiarité de tous les liens
while |E| > 1 do
Supprimer le lien e € E de centralité maximale de F
curr@) = valeur courante QQps de G
Sauvegarder la partition courante et curr@
Mettre a jour les centralités des liens restants

Retourner la partition de @, maximum
return
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Algorithme 4 : Louvain-Q
Input : Un réseau multi-couches G tel que défini Section 6.3.2 ou V = V; U V5o U Vs,
Output : Q) maximum de G et communautés.
while Vrai do
Placer chaque sommet de G dans une communauté
Sauvegarder @)); pour sa partition
while Au moins un sommet a été déplacé do
foreach i € V do
¢ = communauté voisine de i qui maximise Qs
if ¢ résulte en une amélioration strictement positive then
L Déplacer i de sa communauté & la communauté c

if La valeur de Qs est plus élevée qu’au précédent passage. then
Retourner la partition de G
Générer un nouveau réseau G avec les communautés détectées

else
L break

return

6.4 Evaluation de ),

Dans cette section nous comparons @y & d’autres indices en utilisant notre générateur

de réseaux artificiels présenté Section 6.2.1 avec différents paramétres.

Dans la littérature, peu d’indices de modularité ont été proposés pour les ré-
seaux multi-couches [LLMW14, STL*15]. En fait, comme ‘CompMod’ [LLMW14] ne
peut évaluer que des communautés mono-couches, la seule approche & laquelle nous
pouvons réellement nous comparer est ‘mQ’ [STLT15]. Pour un réseau bi-couches G =
{{L1, La},{L12}} o Ly = (V4, E1) et Ly = (Va, E) sont les deux couches et L1y = (V4,

Vo, F12) est le réseau biparti connectant Ly et Lo, m@Q) vaut

Cy C Cl
0 1 nzc { (‘El A‘ ( R$w )+ (‘Euk < *s%’“) Jr(‘Ezk ( hS'® ) }
mQ) = - — — —
3L B 2B B2l |Epf? [Ea|  2|E;
Terme pour Ly Terme pour les liens de couplage Terme pour Lo

(6.7)

ot chaque communauté C}, est représentée par {{Lf’“, Lgk}, {L%‘}}, L?’“ et Lg’“
sont les sous-groupes avec EIC et EQC ¥ liens de E7 et Es respectivement et que LICQ’“
contient Elc; liens de F1o; no est le nombre de communautés ; h?k est la somme des
degrés de tous les sommets Lic"’ de L;; 7“102’“ est la somme des degrés des Lf’“ sommets de
Lis et 3102’“ celle des LQC’“ sommets de Lqs. Pour résumer cet indice combine la modularité

de Newman-Girvan [NG04]| et celle de Barber pour les réseaux bipartis [Bar07].
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Afin de comparer m@ et @, nous construisons un réseau bi-couches {{L1, Lo}, {L12}}

(voir Figure 6.2) contenant trois groupes cohésifs (des cliques) dans chaque couche. Cha-
cune de ces cliques contient 100 sommets (il y a donc 300 sommets par couche) et chaque
couche contient 14, 852 liens internes (les trois cliques et deux liens pour les connecter).
Nous considérons deux configurations comme illustré Figure 6.2 - (i) Config A : des
communautés mono-couches (donc six communautés), (ii) Config B : des communautés
bi-couches contenant un groupe de chaque couche (donc trois communautés).

Les liens de couplage connectant deux couches sont la clé des réseaux multi-couches et
permettent notamment de distinguer ces derniers des réseaux multiplexes. Dans cette
évaluation nous nous concentrons donc sur ces derniers et jouons sur leur nombre pour
réguler la structure du réseau. Cela se fait grace aux parametres d;; et p, ie. la densité
entre deux couches et la fraction des liens de couplage & l'intérieur de communautés

multi-couches (comme discuté Section 6.2.1).

6.4.1 Reésultats expérimentaux

Dans notre expérience nous faisons varier la densité de liens de couplage d de 0 a 1, pour
chaque configuration (A et B), avec différentes valeurs de p. Intuitivement ajouter des
liens de couplage devrait diluer les communautés mono-couches de A et donc diminuer
leur modularité et & I'inverse cela doit renforcer les communautés de B et donc augmenter

la modularité.

0.5 0.65

o <m0 p=0.4
il by omQ p=0.7
- - ~
E . E ==:mQ p:g.g
3 5 40y p=0.4
S ¢ =0.7
= 0. = "'QM p=0.

- ,E,QM p=0.9

0.
(a) mQ vs. Qs pour la Config A en ajoutant (b) mQ vs. Qp pour la Config B en ajoutant des
des liens de couplage. liens de couplage et en faisant varier p.

FIGURE 6.4

6.4.1.1 Config A

Sur la Figure 6.4(a), la courbe de m@ montre que cette fonction n’est pas sensible a
l'augmentation de d. Plus précisément, les liens de couplage ne contribuent aucunement
dans ’'Equation 6.7 (le terme de couplage s’élimine pour les communautés mono-couches).
Au contraire, Qs pénalise les liens de couplage connectés & des communautés mono-

couches (voir les termes (h; + O¢c, * ¢;) de I’Equation 6.6) d’oti la diminution de Qpy
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quand d augmente (voir Figure 6.4(a)). Ce résultat s’ajoute a la propriété souhaitée

Propriété®, introduite Section 6.3.1.

6.4.1.2 Config B

Pour cette configuration, m@) n’arrive pas a capturer le comportement souhaité (voir
Propriété™) lors de I'augmentation des liens de couplage, sauf au début quand d passe
de 0 & une valeur non nulle. Au contraire elle reste constante lors de 1’ajout de liens
de couplages sans aucun lien avec p (voir Figure 6.4(b)). Comme observé Equation 6.7,
I’ajout de liens de couplage n’affecte que le terme de couplage de m@Q mais I'ajout de liens
modifie le numérateur et le dénominateur quasiment de la méme maniére ce qui élimine
Peffet sur m@). Sur toutes les courbes correspondant & QQps, le comportement souhaité

est obtenu gréace a la pénalisation introduite dans le modéle nul de ’Equation 6.3.

Comme attendu, la valeur de la modularité augmente avec p pour m@) et Qs du

fait qu’une plus grande valeur de p augmente la cohésion des communautés multi-couches.

6.5 Evaluation sur les réseaux artificiels

Nous évaluons ici la performance des algorithmes de détection de communautés multi-
couches proposés GN-Q s et Louvain-(Q) ; dans un environnement controlé. Tout d’abord,
nous présentons le protocole expérimental de génération du réseau multi-couches artifi-
ciel avec des communautés de terrain et la mesure d’évaluation utilisée. Ensuite, nous
décrivons les algorithmes en compétition et, enfin, nous mettons en évidence l'efficacité

des algorithmes proposés a différents points de vue.

6.5.1 Protocole expérimental

Nous générons les réseaux artificiels a deux couches (G = {{L1, Lo}, {L12}}) avec com-
munautés implantées en suivant le modéle proposé dans la Section 6.2.1. Nous fixons le
nombre de sommets |V;| dans chaque couche L; & 100 avec le degré maximum k¢, = 10
et le degré moyen (k;) = 6. Les autres parameétres du modéle (u, a, p & d) sont réglés
et ajustés en fonction des besoins. Nous appliquons l'information mutuelle normalisée
(NMI) [DDGDAO5| pour mesurer la similarité entre les communautés détectées et la

vérité de terrain.

Le réseau artificiel contient 30 communautés de terrain mono-couches (et pas de
multi-couches) quand a = 0 et 15 communautés de terrain multi-couches (sans mono-

couche) quand o = 1.
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6.5.2 Algorithmes en compétition

Nous mettons en compétition les trois classes d’algorithmes suivantes pour évaluer la

performance de GIN-Q ;s et Louvain-Q)),.

6.5.2.1 Méthode avec mQ

Nous utilisons la modularité multi-couches m@ proposée dans [STLT15] avec les algo-
rithmes classiques Grivan-Newman et Louvain [NGO04], [BGLLO8|. Nous appelons ces

algorithmes GN-m(@ et Louvain-m() respectivement.

6.5.2.2 Approches a base de fusion

Nous appliquons la méthode de Louvain [BGLLOS] pour détecter des communautés sur
les couches individuelles puis tentons de fusionner ces communautés pour créer des com-
munautés multi-couches. Pour cela, nous fusionnons une communauté Cp d’une couche
T avec la communauté C'p de B & laquelle elle est la plus connectée si la densité de
connexion est supérieure a un seuil fixé”. Si la densité est inférieure au seuil nous conser-

vons la communauté mono-couche.

6.5.2.3 Algorithmes de I’état de 1’art

Nous utilisons également ‘MetaFac’ [LSCT09] et ‘CompMod’ [LLMW14] déja présentés

dans la Section 6.2.

6.5.3 Evaluation

Les méthodes GN-Qjs et Louvain-Q)y; obtiennent des résultats proches de GN-mQ@
et Louvain-m(). Cependant, la différence se fait lorsque la densité de couplage d di-
minue. Sur la Figure 6.5(a), nous observons que GN-Qs et Louvain-Qj; donnent de
meilleurs résultats en cas de densité faible. Cela vient du fait que m(@) ne parvient pas a
gérer la cohésion des communautés multi-couches si d est faible comme expliqué dans la
Figure 6.4(b).

Les méthodes & base de fusion donnent également des bons résultats du fait qu’elles

optimisent indépendamment chacune des couches. Cependant, les méthodes proposées

%La fusion est effectuée si le rapport entre le nombre de liens de couplage entre Cr et Cg et le nombre
total de liens de couplage connectés & Cr ou Cp est au moins Th en faisant varier Th de 0.1 4 1.0 et ne
gardant que le meilleur résultat.
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(a) Différentes valeurs de d pour p = 0.4, a = 0.6, (b) Différentes valeurs de d pour p = 0.4, o = 0.6,
p = 0.05 pour les méthodes avec m@Q © = 0.05 pour les approches 4 base de fusion

FIGURE 6.5: NMI entre les vérités de terrain et les communautés identifiées pour dif-
férentes valeurs de d.

GN-Qus et Louvain-Q,; obtiennent de meilleurs résultats si d est faible (voir Fi-
gure 6.5(b)).

Concernant les méthodes de 'état de l'art, (a) Effet de « : Le parameétre o
régule la proportion de communautés multi-couches dans le réseau artificiel. Sur la Fi-
gure 6.6(a), nous observons que GN-Q s et Louvain-Q s sont peu sensibles & « et donc
les performances de ces deux algorithmes sont globalement indépendantes de la propor-
tion de communautés mono-couches. Au contraire, la qualité de M etaFac augmente avec
a et CompM od fait I'inverse : MetaFac a ainsi un biais clair vers la détection de com-
munautés multi-couches et CompMod vers les communautés mono-couches. (b) Effet
de p : ce paramétre gére la cohésion des liens de couplage dans les communautés multi-
couches. Nous observons (Figure 6.6(b)) que nos algorithmes sont meilleurs en cas de
communautés multi-couches moyennement a fortement cohésives (p > 0.3). Cependant,
pour p < 0.3, CompMod donne des résultats 1égérement meilleurs da a la dégradation

des communautés multi-couches et a son biais sur les communautés mono-couches.

Nous résumer, nous affirmons que (a) les algorithmes proposés offrent un com-
portement équilibré dans différents scénario pour d, p, etc. et (b) ils peuvent détecter
simultanément des communautés mono-couches et multi-couches sans biais apparent (in-
variance sur «) vers I'une des deux. Bien que GN-Qjs et Louvain-Q s soient peu a l'aise
si p est faible ce ne sont jamais les plus mauvaise approches. CompM od donne de bons

résultats dans ce cas du fait de son biais au contraire de MetaFac.
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FIGURE 6.6: NMI entre les vérités de terrain et les communautés identifiées pour dif-
férentes valeurs de « et p.

6.6 Evaluation sur des réseaux réels

Dans cette section nous évaluons les performances de GN-Q); et Louvain-Q); sur
plusieurs réseaux réels. Pour cela nous utilisons deux jeux de données, ‘Yelp’ et ‘Meetup’,

présentons notre méthodologie de validation et comparons les algorithmes.

6.6.1 Yelp

Les données sont issues de Yelp [GPM15], une plateforme de réseau social basée sur des
lieux (LBSN), contenant des informations sur les visiteurs (dont leurs connexions et leur
lieu de résidence), les lieux et les conseils et avis postés par les visiteurs. Nous supposons
que v a visité L s’il a écrit un conseil ou donné un avis sur L. Nous nous limitons & la
ville de “Las Vegas” pour laquelle nous disposons de 13601 lieux et 173697 visiteurs. Pour
simplifier les calculs nous nous limitons aux lieux situés a moins de 5km du centre de la
ville et aux visiteurs ayant visité ces lieux. Ensuite nous ne gardons que la composante
connexe la plus grande du réseau social des visiteurs ce qui nous laisse 244 visiteurs et

1627 lieux visités par au moins un de ces visiteurs.

Le réseau multi-couches associé est Gyeip = {{Lv, L1}, {Lvur}}, ou Ly = (Vu, Ey)
est la couche visiteurs; Ly = (V, Er) est la couche des lieux connectés par proximité
géographique (un lien existe si la distance est inférieure & 200m) et Ly, = (Vi, Vi, Eur)

connecte les visiteurs aux lieux qu’ils ont visités (voir Figure 6.1) .

Contrairement aux données artificielles, obtenir une vérité de terrain sur des don-
nées réelles pose trés souvent probléme. Nous évaluons donc la performance des différents

algorithmes de maniére indirecte en utilisant une application & la recommandation. Dans
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FIGURE 6.7: Précision et score-F1 (moyenné sur tous les visiteurs) des communautés
obtenues pour différents algorithmes et différentes recommandations.

les plateformes de réseaux sociaux basés sur des lieux, la recommandation de lieux est un
probléme classique [GPM15] : pour un visiteur v € Vi, un ensemble de lieux potentiels
L C Vp, lui sont recommandés d’aprés son profil. Nous appliquons un algorithme de fil-
trage collaboratif basé sur les similarités des lieux [RIST94] pour obtenir K recommanda-
tions de lieux pour chaque visiteur v et nous considérons cela comme la vérité de terrain.
Ensuite nous appliquons les algorithmes de détection de communautés multi-couches sur
Gyelp afin d’obtenir K’ communautés disjointes C1,Cy,...,Ck/. Comme indiqué Sec-
: Cy 1C; C; NI O C, C; Cy _ C} C;
tion 6.1, chaque C; est {{L;’, L'}, {Ly}} ou Ly = (Vi7" E), L = (V[ ", E}") et
L%L = (VCZ', VLCi, ESZL) Nous supposons que pour un visiteur v € Vci, I’ensemble VLCZ'
correspond aux lieux & recommander selon ’algorithme de détection de communautés et

nous confrontons cet ensemble VLC © ala vérité de terrain obtenue par filtrage collaboratif.

Supposons que pour un visiteur v, L¢ soit I’ensemble des lieux recommandés via

la détection de communautés et L ceux recommandés par le filtrage collaboratif. Nous

) o - s LonL 2|LeNL
évaluons la qualité en utilisant (a) la précision et (b) le score-F1 avec | ‘CLT?'Rl et | L'(jfj' Lill
|ILcNLg|

respectivement (voir Section 3.3.2). Nous n’utilisons pas le rappel ( ) pour éviter

IRl
le biais vers les communautés de grande taille.

La Figure 6.7 présente la précision et le score F1 (moyenné sur tous les visiteurs)
en faisant varier le nombre de recommandations K pour les différents algorithmes. En
principe 'augmentation de K incrémente le numérateur (|Lc N Lg|) des deux métriques
ce qui améliore les résultats. A la fois GN-Q s et Louvain-Q); (et en particulier GIN-
Q) donnent de meilleurs résultats que les autres algorithmes pour pratiquement toutes

les valeurs de k.
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6.6.2 Meetup

Meetup est un réseau social basé sur les événements (EBSN) qui permet de créer des
groupes en ligne ou d’organiser des événements hors ligne. Les données ont été obtenues
via un crawler [PGPM16] sur la ville de Chicago pour une période de 20 mois (de aolt
2015 a mars 2017). Ce jeu de données contient 5727 groupes Meetup, 342773 utilisateurs
et 31719 événements gérés par ces groupes. Le jeu de données indique aussi le moment
exact oil un utilisateur a rejoint un groupe. Nous avons de plus les données sur le profil
des groupes et des utilisateurs qui sont caractérisés par un ensemble de tags (20 pour
les membres et 56 pour les groupes) tels que ‘web design’; ‘foodie’, ‘cycling’, etc. Afin de
pouvoir exploiter ces données nous avons filtré les groupes avec plus de 30 membres. Puis
nous n’avons retenu que les groupes ayant plus de 10 membres qui I'ont rejoint avant le
30 novembre 2016 (i.e. durant les premiers 80% de la période considérée) et au moins
4 membres qui 'ont rejoint dans les derniers 4 mois. Au final nous avons 49 groupes et
1194 membres.

Nous construisons un réseau multi-couches Gpeetup = {{Lnm, La}, {Lmc}} conte-
nant les groupes et les membres. Ly = (Vas, Enr) est la couche des membres connectés
par similarité et Lg = (Vg, Eg) est la couche des groupes également connectés par si-
milarité. Dans les deux cas les similarités sont évaluées a l'aide du coefficient de Jaccard
calculé sur le recouvrement de leurs tags. Nous connectons les 33% des paires dans Ly,
et Lg. Lyg = (Var, Vo, Eve) représentent les connexions biparties entre membres et

groupes si le membre a rejoint le groupe avant le 30 novembre 2016.

Pour évaluer les algorithmes nous utilisons un algorithme de recommandation de
groupes. Ce probléme qui consiste & recommander un ensemble de groupes gs C Vg a
un utilisateur z est bien connu [PK16]. Comme précédemment nous commengons par
calculer K communautés disjointes Cp,Co,...,Ck, chaque C; pouvant étre exprimée
par {{L$, LG} Lo ) ou LS = (Vi ESH), LS = (VS ES) and LS, = (Vif,
Vg", E]%G) Pour un groupe g € Vg, nous définissons By, C Vs et A, C Vi comme
les membres ayant rejoint g durant la période d’apprentissage (avant le 30 novembre) et
celle de test (apres cette date). Pour un groupe g € Vgi, (V]S’ — By) est I'ensemble des

utilisateurs auquel il faut recommander de joindre le groupe g dans la période de test.

Etant donné M, V'ensemble des utilisateurs recommandés par I'algorithme de détec-
tion de communautés et A, la vérité de terrain sur les groupes effectivement rejoints nous
calculons (a) la précision et (b) le score-F1 de la recommandation (voir Section 3.3.2). La
Figure 6.8 montre ces deux valeurs (moyennées sur tous les groupes) pour les algorithmes
proposés et 1’état de I’art. A nouveau, GN-Q)s est le meilleur en termes de précision et

Louvain-Q ), le meilleur en termes de score-F1.
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FIGURE 6.8: Précision et score-F1 (moyennés sur tous les groupes) des communautés
obtenues sur Meetup N/W.

6.7 Discussion

L’intérét principal a été de développer Qs, un nouvel indice de modularité pour évaluer
la qualité des communautés dans les réseaux multi-couches. L’expérimentation a montré
que cette modularité ameéliore les définitions de I’état de 'art concernant la modularité
multi-couche [LLMW14, STLT15] et réagit comme attendu dans différents scénarios.
Nous avons démontré 'utilité de Qps en développant des algorithmes de détection de
communautés multi-couches GN-Q s et Louvain-Q )/, en substituant la modularité par

Qs dans les algorithmes classiques.

Afin d’examiner la modularité Qs et d’évaluer les algorithmes proposés dans un
environnement contrélé, nous avons développé une méthodologie permettant de générer
des réseaux multi-couches artificiels incluant des communautés. Les résultats observés de
nos algorithmes ont été meilleurs que ceux des techniques de détection de communautés
présentées par l'état de 'art sur un large éventail de parameétres caractérisant les réseaux.
En particulier, contrairement aux autres algorithmes, leurs performances restent quasi
constantes quel que soit le nombre de communautés présentes dans les réseaux. Ainsi, la
découverte de communautés par ces algorithmes permet des applications pratiques pour
la recommandation de lieux dans Yelp ou de groupes dans Meetup, ce qui montre la

pertinence de notre approche sur des jeux de données réels.

Le présent travail a donné naissance a un article accepté dans la conférence IEEE
DSAA’17 (Discovering Community Structure in Multilayer Networks) et sa version fran-
caise a la conférence MARAMI’17.



Chapitre

Conclusion

Nous avons abordé dans cette thése la problématique de la caractérisation des com-
munautés et de leur détection dans les réseaux bipartis. Nos études s’intéressent plus
largement & tout formalisme faisant intervenir une structure bipartie. Nos contributions

se sont orientées dans trois directions.

Tout d’abord, nous nous sommes intéressés a 'analyse du recouvrement dans la
structure bipartie des réseaux réels. Nous avons étudié les propriétés liées au recouvre-
ment dans plusieurs jeux de données issus de réseaux sociaux d’Internet en utilisant dif-
férentes métriques capturant dans la structure bipartie la densité locale, c’est-a-dire une
densité qui est fonction du voisinage du sommet considéré. Pour cela, nous nous sommes
appuyés sur deux métriques classiques et avons proposé deux nouvelles métriques pour
affiner I'analyse. Nous avons montré que le coefficient de redondance est plus adapté que
le coefficient de clustering pour capturer les recouvrements dans les réseaux étudiés. De
plus, l'utilisation du coeflicient de dispersion et de monopole ont permis de dévoiler que
les nceuds de fort degré sont souvent impliqués dans les recouvrements détectés par le

coeflicient de redondance.

Notre deuxiéme contribution consiste en un algorithme de détection de communau-
tés appelé COMSIM qui est compatible avec tout graphe présentant une structure bipar-
tie. La méthode développée repose sur les relations de voisinage entre deux ensembles de
sommets bipartis. Un des deux ensembles est projeté afin de générer un graphe dont les
arétes sont pondérées par la force des similarités calculées préalablement entre les som-
mets du graphe biparti initial. Dans ce nouveau graphe pondéré, l’algorithme recherche
des cycles en se déplacant de voisin en voisin et en sélectionnant les voisins avec le
poids maximal. Dés qu’un cycle est détecté de cette maniére, il est considéré comme une

communauté qui pourra alors, lors d’'une deuxiéme phase, étre agrémentée de sommets
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n’intervenant dans aucun cycle. Nous avons évalué la qualité des communautés détectées
par cette méthode sur des réseaux bipartis empiriques dont nous connaissons la vérité de
terrain et sur lesquels nous avons confronté les algorithmes de I’état de I'art. Nous avons
montré que COMSIM est 'algorithme le plus efficace pour retrouver les communautés
de la vérité de terrain. Pour démontrer la pertinence de notre méthode, nous 'avons
également appliqué & un grand réseau provenant d’Internet afin d’évaluer les propriétés
structurelles des communautés détectées, notamment & travers des mesures de connec-
tivé interne et d’homogénéité des attributs. Par ailleurs, notre méthode est capable de
détecter des communautés dont la taille est relativement petite, sans corrélation notable

avec la taille du réseau.

Enfin, nous nous sommes intéressés a la détection de communautés dans les réseaux
multi-couches, parfois appelés réseaux de réseaux. Chaque couche de ce type de réseau
peut étre représentée par un graphe uniparti et les liens entre deux couches comme un
graphe biparti. Dans ce contexte, nous avons proposé une généralisation de la modularité
classique qui est capable de détecter a la fois des communautés mono-couches, composées
de sommets provenant d’une seule couche, et des communautés dites multi-couches, com-
posées de sommets provenant de plusieurs couches. Nous avons également proposé deux
algorithmes utilisant notre modularité comme fonction de qualité. Nous avons montré
sur des réseaux artificiels ainsi que sur des réseaux réels que cette méthode est pertinente

et permet de révéler des structures complexes liées & ce contexte.

Nos travaux ouvrent plusieurs perspectives. Tout d’abord, il reste des nombreuses
pistes & explorer dans I’étude du recouvrement. Nous avons montré que les recouvrements
sont capturables dans le voisinage des nceuds & travers la redondance et la dispersion des
liens. Cependant, I'analyse pourrait étre approfondie en étudiant d’autres aspects. En
premier lieu, développer des métriques sollicitant de nouvelles propriétés structurelles
permettrait d’affiner 'analyse et de mieux décrire les caractéristiques liées au recou-
vrement. De plus, il serait judicieux d’évaluer le comportement des métriques dans un
environnement controlé, par exemple & ’aide de réseaux artificiels présentant plusieurs
degrés de recouvrements (en faisant varier les degrés de recouvrement par exemple). En
deuxiéme lieu, il serait intéressant d’analyser les recouvrements d’un algorithme de dé-
tection de communautés recouvrantes. Dans cette vision, le résultat de la détection est
vue comme un graphe biparti, dans lequel les sommets T représentent les communautés
détectées, les sommets | représentent les sommets d’origine, et les liens reliant les som-
mets | contenus dans les communautés de T. Ceci permettrait par exemple d’évaluer
les communautés recouvrantes détectées et de montrer leur pertinence face a ce type de

détection.
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La définition informelle d’une communauté donnée par “un groupe de nceuds for-
tement liés a l'intérieur et peu liés & 'extérieur” se base sur un critére topologique qui
s’apparente & la densité interne de ce groupe. Ceci a du sens lorsqu’on s’intéresse a par-
titionner le réseau en communautés mais a moins de sens lorsqu’on cherche a trouver
des communautés recouvrantes ou plus généralement lorsqu’on cherche & rassembler les
neceuds selon un certain profil de connexion. Par conséquent, nous souhaitons décrire une
communauté comme étant un ensemble de nceuds qui forment un groupe cohérent selon
un ou plusieurs critéres. En effet, il peut y avoir d’autres propriétés topologiques, autres
que la densité, qui pourraient permettre de détecter de tels groupes. Une approche favo-
rable consisterait a étudier les propriétés topologiques des communautés de terrain afin
de développer un algorithme adapté a ce qui a été observé. L’enjeu est alors de déterminer
ou “détecter” les propriétés topologiques caractérisant les communautés de terrain obser-
vées. L’utilisation de techniques d’apprentissage automatique est envisageable, grace aux
réseaux de neurones artificiels par exemple. De plus, cette approche permettrait d’identi-
fier plusieurs types de communautés selon le choix du “critére détecte” ou “critére appris”.

Ainsi, ce dernier pourrait servir de fonction qualité dans un algorithme d’optimisation.

Afin de poursuivre conjointement I’étude du recouvrement et de la détection de
communautés, plusieurs pistes restent ouvertes. Tout d’abord, nous pensons que les mé-
triques caractérisant les recouvrements, comme la redondance par exemple, pourraient
détecter des communautés présentant un fort recouvrement. Dans cette optique, il se-
rait possible de proposer une version bipartie de Louvain qui pourrait intégrer, comme
fonction de qualité, le coefficient de redondance, le coefficient de dispersion ou tout autre
métrique capturant les recouvrements. Idéalement, cette fonction de qualité devrait étre
capable de mesurer les recouvrements, dans le sous-graphe induit par une communauté,
avec une sensibilité telle qu’un déplacement d’un sommet d’une communauté & une autre
soit détecté finement. Parallélement, ces métriques pourraient étre adaptées sous la forme
de mesures de similarité diadique et ainsi étre compatibles avec la méthode COMSIM pré-
sentée Chapitre 5. Par ailleurs, cette derniére pourrait étre adaptée a I'identification de
communautés recouvrantes. De plus, il serait possible d’étendre COMSIM pour une dé-

tection de communautés sur plusieurs ensembles de nceuds.
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